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Bernadette BOUCHON-MEUNIER Directrice de Thèse
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Résuḿe

Représentation de la variabilit́e
dans le traitement d’images flou

Applicationà la mammographie num´erique

Pour de nombreuses tˆaches de classification dans le cadre du traitement d’images, la variabilit´e
d’une image `a l’autre représente une limite de la performance de la classification. Un exemple
illustrant ce probl`eme est la d´etection des l´esions en mammographie.

Dans cette th`ese, notre but est de r´eduire l’influence de la variabilit´e inter-images, en utili-
sant le contexte dans l’image. A cette fin, nous proposons une m´ethode de param´etrisation des
histogrammes d’attributs calcul´es sur l’image, qui permet une repr´esentation compacte de ces his-
togrammes avec peu de param`etres. A partir d’une base d’apprentissage, nous construisons un
prototype qui contient un mod`ele de la variabilit´e et des liens entre les param`etres.

Le modèle établi de cette mani`ere est ensuite utilis´e pour adapter le prototype `a chaque nou-
veau cas.

Cette nouvelle d´emarche, propos´ee pour le traitement de la variabilit´e dans le cadre de la
classification floue, est appliqu´eeà une base de donn´ees simul´ee età une base d’images mammo-
graphiques dans le but de d´etecter des opacit´es.

Mots clés :

Classification floue Apprentissage inductif
Variabilité Mélanges
Algorithme EM Régression
Prototypes Mod`eles de Markov
Mammographie Aide `a la détection





Abstract

Representation of variability
in fuzzy image processing

Application on digital mammography

One of the most important factors, which limit the performance of classifiers in many image
processing tasks, is the variability. In this thesis, we will propose a new method to reduce the
effect of variability in a fuzzy classification system for image processing by using the context in
the image. The method consists of the following steps :

– Parameterization of the histograms of all the attributes that are calculated on the images for
the classification task which gives a compact description with a small number of parameters.

– Conctruction of a prototype which includes the variability and the interactions between the
parameters using the learning database.

– Adaptation of the model to the current case by adapting the parameters of the prototype.
The proposed method is applied to a synthetic data base and to a database of mammography
images for the detection of dense lesions.

Key words :

Fuzzy Classification Inductive Learning
Variability Mixture Models
EM Algorithm Regression
Prototypes Markov Models
Mammography Computer Aided Detection
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à Virginie
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5.1 La base d’apprentissage . .. . . . . . . . . . . . . . . . . . . . . . . . . . . . . 65
5.2 Fonctions d’appartenance g´eométriques . . . . . . . . . . . . . . . . . . . . . . 67
5.3 Fonctions d’appartenance probabilistes. . . . . . . . . . . . . . . . . . . . . . . 67
5.4 Fonctions d’appartenance de surface . . . . . . . . . . . . . . . . . . . . . . . . 68
5.5 Fonction d’appartenance bas´ee sur la d´etectabilité . . . . . . . . . . . . . . . . . 69
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8.4 Méthodes existantes pour l’aide au diagnostic .. . . . . . . . . . . . . . . . . . 101
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10.2.1 Modèle du tube . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 120
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10.2.4 Modèle du bruit . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 121
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Chapitre 1

Introduction

Depuis l’introduction des sous-ensembles flous (fuzzy sets) en 1965 par Zadeh, les m´ethodes
de la logique floue ont ´eté appliquéesà presque tous les domaines techniques du traitement de l’in-
formation. Le premier succ`es commercial grand public des applications se reposant sur la logique
floue aété dans le domaine des syst`emes de contrˆole pour des apparails ´electro-ménagers. Ces
systèmes se caract´erisent par relativement peu de variables d’entr´ee et de sortie, mais la logique
floue permet d’exprimer et d’´evaluer des r`egles imprécises d´efinies par des experts.

Aujourd’hui, la logique floue est ´egalement appliqu´ee à des syst`emes beaucoup plus com-
plexes, comme le traitement d’images. Une des id´ees principales de la logique floue, qui contribue
à son succ`es, est la formalisation partielle de la solution `a un problème par l’expert, en utilisant
des règles simples et impr´ecises. Grˆaceà la logique floue, une telle r`egle peut ˆetre exploitée pour
résoudre le probl`eme, même si la solution id´eale du probl`eme est impossible `a formaliser. Les
problèmes trouv´es dans le traitement d’images pr´esentent tr`es souvent cette caract´eristique. Un
expert humain est souvent capable de r´esoudre un probl`eme de vision avec une vitesse et une
précisionélevées, mais il est incapable de d´ecrire d’une mani`ere précise les crit`eres qu’il a utilisés
pour sa d´ecision. Dans ce contexte, la formalisation de ces crit`eres par des r`egles imprécises per-
met souvent d’extraire la partie des connaissances conscientes. Dans d’autres cas, la partie de la
connaissance formalisable par des r`egles, mˆeme imprécises, n’est pas suffisante pour r´esoudre le
problème d’une mani`ere satisfaisante.

Une des causes principales de ces ´echecs est la grande variabilit´e qui existe entre diff´erentes
images.

La variabilit é dans le traitement d’images

En traitement d’images, cette variabilit´e peutêtre due `a un grand nombre de facteurs, comme
le changement d’illumination ou le changement des positions des objets. La figure 1.1 repr´esente
le schéma d’un syst`eme typique de classification dans un probl`eme de traitement d’images. Le but
du système est de prendre une d´ecision sur l’image - ici la pr´esence d’une route - dans une situation
donnée. Cette situation se caract´erise par l’étata vrai, qui décrit la présence ou l’absence d’une
route ou sa position, mais aussi par un ensemble d’autres param`etres (c1 � � �cm). Cette sc`ene est
observée par une cam´era qui, elle-mˆeme, est caract´erisée par des param`etres (cm+1 � � �cn). L’image
résultante d´epend donc de param`etres importants pour l’´etape de d´ecision mais aussi d’autres
paramètres. Des op´erateurs de mesure sont utilis´es pour calculer des attributs de l’image et la
décision se fait `a partir de ces mesures. Les param`etresc de la situation et de la cam´era, comme
par exemple la position de la cam´era ou le changement de l’illumination, se traduisent dans les
images par une variabilit´e qui peut se r´epercuter ´egalement sur les attributs.
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FIG. 1.1 – Problème de la variabilit´e

Sur la figure 1.1, deux situations similaires sont montr´ees, mais les variations dans les pa-
ramètresc changent l’image. Les histogrammes d’un attribut mesur´e sur l’image varient avec les
paramètresc de la situation et de la cam´era. Un syst`eme de d´ecision non-adaptatif ne permet alors
pas de retrouver le bon r´esultat.

Trouver un raisonnement pour prendre une d´ecision bas´ee sur des attributs qui ont une forte
variabilité, est g´enéralement difficile.

Dans de nombreux cas, le contexte de l’image contient des informations qui permettent d’adap-
ter le raisonnement au cas concret. Confront´e à un problème avec des param`etres très variables,
l’expert humain est souvent capable de trouver des r`egles linguistiques qui s’appliquent `a tous les
exemples, mais dont les termes utilis´es dépendent du contexte.

Le but de nos travaux est de trouver une m´ethode d’estimation de la variabilit´e présente dans
un problème de traitement d’images, qui permet de prendre en compte cette variabilit´e pour aug-
menter la performance du syst`eme.

Aide au diagnostic en mammographie

La méthode propos´ee est appliqu´ee au probl`eme de l’aide au diagnostic en mammographie
(figure 1.2). La d´epistage syst´ematique du cancer du sein par mammographie n´ecessite l’analyse
d’un très grand nombre de clich´es par des experts radiologues. Avec l’arriv´ee sur le march´e de
systèmes de mammographie enti`erement num´eriques, les syst`emes d’aide `a la détection deviennent
très importants pour faciliter la tˆache du radiologue. Le but de ces syst`emes est d’indiquer au
médecin des ´eventuelles zones suspectes (comme celle en haut des images de la figure 1.2), qui
pourraientêtre la traduction d’une l´esion canc´ereuse sur l’image radiologique.

Dans ce contexte, la grande variabilit´e des images de mammographie repr´esente une des limi-
tations majeures pour des syst`emes de d´etection et de classification de l´esions.
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Première partie :
Présentation du traitement de la variabilité

Dans la premi`ere partie de cette th`ese, nous pr´esentons une m´ethode de classification utilisant
des fonctions d’appartenance adaptatives, qui permettent d’extraire des r`egles imprécises pour des
données qui contiennent beaucoup de variabilit´e.

Le chapitre 2 est consacr´e aux syst`emes de classification en g´enéral et aux probl`emes
spécifiques que nous retrouvons dans les probl`emes de traitement d’images. Nous regardons en
particulier l’incertitude en classification et sa gestion au travers des ´etapes du traitement. Nous
montrons que la variabilit´e entre images joue un rˆole important dans le traitement des incertitudes.

Le chapitre 3 est consacr´e à la premièreétape de la construction des fonctions d’appartenance
adaptatives : l’extraction d’une description param´etrique des densit´es d’exemples dans un histo-
gramme.

Dans le chapitre 4, nous utilisons cette description param´etrique pour construire, `a partir de
la base d’apprentissage, un prototype qui prend en compte la variabilit´e entre images. Les liens
entres les diff´erents param`etres sont ´egalement d´eterminés, ce qui permet de prendre en compte
les classes tr`es peu repr´esentées dans les images. Nous proposons un algorithme pour l’adaptation
du prototype `a l’image courante.

Dans le chapitre 5, diff´erentes m´ethodes de normalisation sont d´ecrites, qui permettent de
convertir un mod`ele d’ histogrammes en fonctions d’appartenance.

Pour résumer le fonctionnement de la m´ethode de classification, bas´ee sur les fonctions d’ap-
partenance adaptatives, que nous proposons, nous montrons au chapitre 6, toutes les ´etapes et
appliquons la m´ethodeà une base de donn´ees synth´etisée.

Deuxième partie :
Application à l’aide au diagnostic en mammographie

Dans la deuxi`eme partie, nous consid´erons le diagnostic du cancer du sein. Nous montrons
l’application des sous-ensembles flous adaptatifs `a la détection de l´esions en mammographie.

Le chapitre 7 introduit l’utilisation de la mammographie dans la d´etection précoce du cancer
du sein. Les avantages de la mammographie num´erique sont discut´es avec la possibilit´e du traite-
ment des images. Les sources de variabilit´e, qui peuvent gˆener les algorithmes de traitement, sont
décrites.

L’aide à la détection des l´esions par ordinateur est discut´ee au chapitre 8 avec une revue des
méthodes existantes. Trois m´ethodes sont pr´esentées avec plus de d´etails pour la d´etection des
lésions denses, des l´esions stellaires et des microcalcifications.
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Dans le chapitre 9, nous montrons l’application de la m´ethode de traitement de la variabilit´e
proposée au probl`eme de la d´etection des l´esions denses.

La réduction de la variabilit´e due aux param`etres de la cam´era (du syst`eme d’acquisition) par
la mesure de ces param`etres et de la mod´elisation de leurs effets sur l’image, est illustr´ee dans le
chapitre 10. Nous montrons l’application d’une telle mod´elisationà la détection des microcalcifi-
cations.

Dans la conclusion, nous r´esumons les principaux apports de nos travaux de th`ese, et nous
proposons des extentions possibles de ces travaux.

Annexes

Dans l’annexe A, nous d´ecrivons l’évaluation de la performance des syst`emes de classification
avec la méthodes des courbes COR.

L’annexe B fait le lien de l’algorithme P-EM avec une probabilit´e a priori.
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Première Partie

Classification floue avec adaptation au contexte
en traitement d’images





Chapitre 2

La classification et l’apprentissage dans
le traitement d’images

Le traitement d’images est utilis´e dans des domaines techniques tr`es différents ; l’identification
d’un objet (reconnaissance des caract`eres, reconnaissance des empreintes ou du visage), l’analyse
d’un état (fonctionnement normal, erreur) dans la surveillance du processus de fabrication, l’ima-
gerie médicale et les applications multim´edia (télévision, jeux, CDROMs)

Un grand nombre d’applications de traitement d’images fait appel `a des m´ethodes de classifica-
tion. Dans ce chapitre, nous discutons des diff´erents aspects de la classification en nous focalisant
sur les méthodes applicables aux probl`emes du traitement d’images. Les m´ethodes d’apprentissage
pour la classification sont pr´esentées. Les diff´erentes sources d’imperfections contenues dans les
mesures prises dans le traitement d’images sont identifi´ees. Finalement, l’utilisation du contexte
pour l’amélioration des performances est abord´ee.

2.1 La classification

La classification est l’affectation d’une ´etiquetteà des exemples d’une base de donn´ees en
utilisant un certain nombre d’attributs connus pour chaque exemple.

Dans le traitement d’images,exemplepeut signifier soit un pixel d’une image, une zone dans
l’image, un objet dans une sc`ene réelle représenté dans l’image ou l’image elle-mˆeme. Lesat-
tributs utilisés sont g´enéralement des mesures prises sur un voisinage de pixels, sur une zone de
l’image ou sur l’image enti`ere. Les attributs peuvent provenir de diff´erents traitements sur une
seule image comme, par exemple, une d´ecomposition fr´equentielle. Les attributs peuvent aussi
provenir de différentes images acquises s´eparément, par exemple des images en couleur, o`u chaque
image est acquise avec un capteur sensible `a différentes longueurs d’ondes, ou bien des images
médicales acquises par IRM (imagerie de r´esonance magn´etique) avec des pond´erations (T1, T2)
diff érentes.

Les labelsou classessont les résultats de la classification. Selon l’application, le but est de
classer chaque pixel de l’image ou de classer l’image dans son ensemble. Dans le premier cas, on
parle souvent desegmentationd’images car l’image est s´eparée en zones appartenant `a différentes
classes.

2.1.1 Les ḿethodes de classification

La figure 2.1 donne un r´esumé des différentes m´ethodes de classification. Ces cat´egories ne
sont qu’une mani`ere de repr´esenter ces m´ethodes ; en fait, la figure 2.1 utilise une m´ethode de
classification, les arbres de d´ecision, pour classer toutes les m´ethodes de classification. Les crit`eres

21



Chapitre 2. La classification et l’apprentissage dans le traitement d’images

utilisés (ouattributs) sont indiquésà gauche. En bas, les feuilles de l’arbre indiquent les cat´egories
ou classes.
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FIG. 2.1 – Les m´ethodes de classification

Le premier attribut que nous avons choisi ici est la fac¸on dont le syst`eme de classification est
construit. D’une part, il y a les syst`emes qui utilisent directement les connaissances exprim´ees
d’une manière explicite par un expert du domaine, d’autre part il y a les syst`emes d’apprentissage
qui analysent une base de donn´ees pour trouver les caract´eristiques des classes.

Le deuxième critère utilisé ici est l’utilisation du contexte. On distingue les syst`emes
indépendants du contexte o`u les caract´eristiques sont constantes pour tous les exemples, des
systèmes d´ependants du contexte o`u les caract´eristiques des classes sont adapt´ees au contexte.
Dans des probl`emes de traitement d’images, on est confront´e fréquemment au besoin de prendre
une décision sur une partie d’une image. Dans ce cas, les m´ethodes de classification d´ependantes
du contexte permettent d’adapter les d´ecisionsà des caract´eristiques de l’image en entier.

2.1.2 La classification dans le traitement d’images

La performance des humains dans de nombreuses tˆaches de traitement d’images en g´enéral
et de la classification en particulier est sup´erieure aux performances des syst`emes de vision arti-
ficielle. Très souvent, cette performance repose sur une connaissance implicite et les experts ne
sont pas capables d’exprimer plus qu’une partie de cette connaissance d’une mani`ere explicite.
Un exemple pour cet effet se trouve dans [Tay99]. Dans leurs travaux, Taylor et al. ont essay´e
d’extraire des publications m´edicales un consensus d’experts pour la classification des microcal-
cifications en mammographie et de le mettre en correspondance avec des mesures prises sur des
mammographies. Ils ont constat´e une grande difficult´e à trouver une description acceptable pour
la plupart des m´edecins et `a mettre en correspondance les mesures prises sur les images avec les
descriptions des m´edecins.

L’extraction directe des connaissances de l’expert pour la classification en traitement d’images
est donc un probl`eme difficile. Une autre m´ethode d’extraction des connaissances est de demander
à un expert de faire la classification en question sur une base d’exemples. Cette base de r´esultats de
classification est utilis´ee ensuite pour un apprentissage des classes. L’avantage de cette approche
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est que l’expert n’est pas oblig´e d’exprimer d’une mani`ere explicite sa connaissance, il suffit qu’il
les applique sur un nombre suffisant d’exemples. Si le probl`eme le permet, des r´esultats de classi-
fication peuvent aussi ˆetre obtenus par d’autres processus de mesure qui sont accessibles pour une
base d’apprentissage mais ne le seront pas dans la tˆache finale. Pour donner un exemple, nous pou-
vons imaginer des mesures de qualit´e supplémentaires d’un syst`eme de surveillance d’une chaˆıne
de production pendant la phase d’apprentissage qui ne seront pas possibles dans le fonctionnement
normal (par exemple si les tests sont destructifs). Cette mani`ere de construire une description des
classes est r´ealisée dans des syst`emes d’apprentissage inductifs.

2.2 Syst̀emes d’apprentissage inductif

Un système de classification qui utilise l’apprentissage inductif consiste en un module d’ap-
prentissage et en un module de classification.
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données
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base

ttributsA écisionD C lasseExemple

pprentissageAttributsA
Apprentissaged’

Module

Module
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FIG. 2.2 – Apprentissage inductif

Le module d’apprentissage analyse les exemples pr´esents dans la base de donn´ees et les
généralise pour obtenir un mod`ele valable sur ces exemples et sur d’autres cas non pr´esents dans
la base.

Le module de classification utilise le mod`ele construit par apprentissage pour classer de nou-
veaux exemples.

Sans passer en revue tous les syst`emes d’apprentissage publi´es (une bonne synth`ese des
méthodes est pr´esentée dans [Tor95] ou [Bri96]) nous allons discuter de quelques points cl´es :

– le domaine des variables `a l’entrée età la sortie du syst`eme
– l’apprentissage supervis´e ou non-supervis´e
– la répartition du travail entre les modules d’apprentissage et de classification
– le mode de pr´esentation des exemples : global ou incr´emental
– la représentation interne des donn´ees dans le mod`ele

2.2.1 Les variables d’entŕee et de sortie

Les variables d’entr´ee d’un syst`eme de classification en traitement d’images sont des attributs
calculés sur les images. Ces attributs peuvent ˆetre calculés sur une position de l’image, une zone
ou l’image entière. La variable de sortie est la classe `a attribuer au pixel, `a la zone ou `a l’image.
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Pour un syst`eme de segmentation par exemple, les variables d’entr´ee sont typiquement soit
directement les valeurs des pixels soit des pixels pr´etraités (par des filtrages ...). La variable de
sortie est la classe de la zone segment´ee.

Dans le cas de la classification pour les applications dans le traitement d’images, les relations
spatiales entre les classes peuvent ˆetre importantes. Dans la suite de ce travail, nous consid´erons
que ces informations spatiales sont extraites enti`erement pendant la phase du calcul des attributs.
Pour le syst`eme de classifications, l’arrangement spatial des exemples n’est donc plus `a prendre
en compte parce-qu’il est d´ejà traduit dans les valeurs des attributs. Cette hypoth`ese forte permet
de consid´erer uniquement les histogrammes des valeurs d’attributs pour tous les exemples de la
base.

2.2.2 Apprentissage superviśe ou non-superviśe

On parle d’apprentissagesuperviśe quand, lors de l’apprentissage, le syst`eme consid`ere
connue lavérité sur l’appartenance des exemples aux classes dans la base d’apprentissage. Le
système peut alors valider son r´esultat par rapport `a la vérité et adapter son mod`ele si les résultats
ne sont pas corrects.

On parle d’apprentissagenon-superviśe quand le syst`eme doit déterminer lui même les classes.
L’apprentissagenon-superviśe ne peut fonctionner que si les donn´ees ont d´ejà une structure in-
terne.

Quand on fait l’apprentissage sur les bases d’images avec une v´erité donnée par l’annotation
de l’expert, on se trouve souvent dans un cas interm´ediaire,à savoir que les annotations d’expert
sont imparfaites, par exemple lorsqu’il les trace sur l’image. Nous discutons de cette situation
plus en détail dans chapitre 5. Nous proposons alors une approche bas´ee sur les sous-ensembles
flous adaptatifs pour faire une combinaison entre l’apprentissage supervis´e et non-supervis´e afin
d’utiliser à la fois la connaissance apport´ee par l’expert et la connaissance cach´ee dans la structure
des donn´ees de la base d’apprentissage.

2.2.3 La répartition du travail entre les modules d’apprentissage et de classification

Un des principaux choix `a effectuer dans les syst`emes d’apprentissage inductifs est le moment
où telle partie du travail doit ˆetre faite.

Dans des syst`emesparesseux, les exemples de la base sont peu trait´es au moment de l’ap-
prentissage et tout le travail se fait au moment de la classification. Un bon exemple est celui des
systèmes de raisonnement `a base de cas. Au moment de l’apprentissage, les exemples sont juste
mémorisés. C’est au moment de la classification que la distance avec des exemples existants est
évaluée pour arriver `a une classification.

Les systèmesà base de r`egles et les arbres de d´ecision tombent plutˆot dans la cat´egorie de
l’apprentissagediligent, puisque les informations apport´ees par les exemples sont transform´ees
dans une structure beaucoup plus adapt´eeà la prise de d´ecision. L’utilisation de ce type de syst`emes
est donc en g´enéral beaucoup plus rapide. Quand la performance au moment de l’utilisation du
système est importante, on aura int´erêt à choisir un syst`emediligent. Les arbres de d´ecisions en
sont un bon exemple, car leur utilisation est tr`es efficace.

2.2.4 Apprentissage global ou incŕemental

Le mode de pr´esentation des exemples a un impact important sur le syst`eme d’apprentissage.
Les systèmes qui demandent une pr´esentation globale de tous leurs exemples peuvent consid´erer
ces exemples comme l’ensemble de l’information disponible et peuvent les transformer d’une
manière qui leur permet d’avoir la meilleure performance dans l’utilisation de ces connaissances.
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Ils n’ont pas besoin de m´emoriser les exemples car ils ne seront plus jamais confront´es avec de
nouveaux exemples `a apprendre.

Au contraire, les syst`emes incr´ementaux doivent garder une repr´esentation des exemples
déjà vus, ce qui leur permet d’int´egrer de nouveaux exemples. G´enéralement, cela implique de
mémoriser d’une mani`ere ou d’une autre la distribution des valeurs des attributs pour les exemples
déjà vus. Dans un syst`eme de raisonnement `a base de cas, tous les exemples sont stock´es explici-
tement. Dans un r´eseau neuronal, les exemples sont stock´es implicitement dans les poids des liens
des neurones.

Le mode de pr´esentation des exemples est directement li´e à la manière de d´ecrire les classes.

2.2.5 Mod̀ele des distributions ou des frontìeres

Un choix à faire pour la conception d’un syst`eme d’apprentissage est la repr´esentation des
classes dans le mod`ele. Au départ, la base d’apprentissage donne une distribution d’exemples
dans l’espace des attributs.

Le but de l’apprentissage est de s´eparer les classes dans l’espace des attributs par des fronti`eres.
Ces frontières peuvent ˆetre précises ou floues. Il est int´eressant d’utiliser les mod`eles flous pour
représenter la zone de transitions entre les densit´es d’exemples de deux classes voisines.

La question qui se pose est de savoir si le syst`eme de classification a besoin de connaˆıtre la
répartition des exemples qui ont servi `a obtenir ces fronti`eres une fois que l’apprentissage est
effectué.

Si le modèle qui est ´etabli pendant l’apprentissage contient uniquement les zones de transi-
tions autour des fronti`eres comme illustr´e sur la figure 2.3(b), le syst`eme de classification ne peut
pas donner d’indication sur le nombre d’exemples qui ont servi `a apprendre le classement dans
une zone de l’univers des attributs donn´ee. Si le mod`ele contient ´egalement une description des
densités d’exemples dans l’univers, comme illustr´e sur la figure 2.3(a), le nombre d’exemples qui
ont servi pendant l’apprentissage est disponible pour la d´ecision.

classe 1

attribut

attribut

classe 2

classe 1

f(c2)
f(c1) modélisation des frontières

f(c2)
f(c1)

modélisation des densités d’exemples

classe 2

(a)

(b)

FIG. 2.3 – Modélisation de densit´es d’exemples ou mod´elisation de fronti`eres

Nous montrons dans la suite, qu’une mod´elisation des distributions des exemples sur l’univers
des attributs va nous permettre d’adapter les fonctions d’appartenance et donc implicitement les
frontières entre les classes
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2.3 Les limites des systèmes de classification

Après avoir discut´e des syst`emes de classification et des syst`emes d’apprentissage pour la
classification, nous allons regarder les facteurs qui limitent leur performance.

Les limites majeures viennent des donn´ees elles mˆemes, aussi bien pendant la phase d’ap-
prentissage que pour l’utilisation. Dans de nombreux syst`emes de classification, les donn´ees ne
contiennent pas suffisamment d’information sur la classe pour r´eussir une classification parfaite.
Si deux exemples dans la base ne se distinguent pas dans leurs attributs et n’appartiennent pas `a la
même classe, il est impossible de les classer correctement uniquement `a partir de ces attributs. De
plus, les donn´ees sont souvent :

– imprécises, par exemple quand un expert doit tracer des contours pour d´elimiter des zones
dans l’image,

– incertaines, par exemple quand il y a plusieurs d´ecisions possibles,
– variablesd’une image `a l’autre, par exemple du fait des conditions d’´eclairage.

2.3.1 Classification par les experts humains

En essayant de construire un syst`eme d’apprentissage qui fonctionne dans un contexte impar-
fait, la question se pose de savoir comment les ˆetres humains r´eussissent dans ces tˆaches.

On pourrait supposer que les experts humains ont encore plus de mal `a réussir ces tˆaches
puisqu’ils utilisent pour ces analyses des capteurs (les yeux) qui ajoutent eux-mˆemes encore des
imprécisions, et qui ne permettent pas d’effectuer des mesures absolues, par exemple sur la taille
ou sur des niveaux de gris. Par rapport au lecteur humain, un syst`eme automatique de classification
peut se baser sur des mesures de la taille et du niveau de gris beaucoup plus pr´ecises et mˆeme
utiliser des critères calcul´es grâceà une mod´elisation physique du processus d’acquisition (voir
chapitre 10).

Compte-tenu du fait que les r´esultats des d´etections humaines sont relativement bonnes, nous
pouvons conclure qu’il est possible de r´eussir dans cette tˆache sans mesures absolues et sans une
grande pr´ecision.

2.4 Méthodes du traitement de l’incertitude,
de l’impr écision et de la variabilit́e

Le modèle de traitement de l’incertitude le plus connu est celui bas´e sur la théorie des pro-
babilités. Il permet de traiter des incertitudes li´eesà des fréquences d’apparition d’´evénements et
a été pendant tr`es longtemps le seul moyen de mod´eliser l’incertitude. Son avantage est sa base
mathématique solide et la grande exploration de la m´ethode qui en a ´eté faite par les statisticiens.
Malheureusement, la notion de probabilit´e n’est pas tr`es bien adapt´eeà traiter d’autres aspects du
raisonnement humain, comme l’impr´ecision et la confiance.

La notion de degr´e de confiance a ´eté introduite dans la th´eorie de l’évidence de Dempster
et Shafer. Ils n’imposent plus l’additivit´e de la confiance comme pour les probabilit´es et peuvent
traiter des donn´ees sans attribuer une valeur de probabilit´e à chaque ´elément de l’univers.

En ce qui concerne la mod´elisation de l’imprécision, la notion d’intervalle d’erreur (utilis´ee par
exemple en physique pour d´ecrire l’erreur de mesure) est la plus ancienne. C’est par l’introduction
des sous-ensembles flous en 1965 que Zadeh rapproche la notion d’intervalle et le raisonnement
humain en consid´erant plutôt des frontières graduelles que des fronti`eres abruptes. Les innom-
brables travaux sur la th´eorie des sous-ensembles flous qui ont ´eté publiés depuis, en ont fait un
modèle puissant pour mod´eliser l’imprécision.
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2.4.1 Mod́elisation de l’imprécision avec la th́eorie des sous-ensembles flous

Dans le raisonnement humain, les fronti`eres nettes entre deux classes sont rares. Il semble
beaucoup plus naturel de raisonner avec des fronti`eres graduelles.

Si, par exemple, nous demandons `a un dégustateur de classer des fraises selon leur degr´e de
sucre dans les classespas du tout sucŕee (p), lég̀erement sucŕee (l), sucŕee (s)et très sucŕee (t),
et si nous regardons son classement par rapport au degr´e de sucre mesur´e de chaque fraise (figure
2.4), nous constatons que les fraises ne sont pas class´ees dans l’ordre strictement croissant, mais
qu’au contraire il existe des zones de transitions o`u les fraises sont m´elangées.

Nous pouvons utiliser les fonctions d’appartenance pour d´ecrire les classes identifi´ees par notre
expert, par exemple en choisissant les zones des fraises m´elangées comme les zones de transition
des fonctions d’appartenance trap´ezoidales (figure 2.4).
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degré de sucre

t t t t ttttt t
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FIG. 2.4 – Construction des fonctions d’appartenance `a partir de la classification par un expert

Ces fonctions d’appartenance sont subjectives, c’est-`a-dire que le classement n’est pas
indépendant de l’expert ; chaque expert nous donne des classes l´egèrement différentes. Le clas-
sement n’est pas non plus ind´ependant de la situation, parce que si notre expert a mang´e des
aliments très sucr´es juste avant de classer les fraises, nous obtenons des fonctions d’appartenance
décalées vers la droite (globalement, les fraises seront jug´ees moins sucr´ees).

A première vue, cette subjectivit´e peutêtre consid´erée comme une faiblesse de notre “classi-
ficateur”, mais souvent cette subjectivit´e est une adaptation des classes pr´edéfiniesà l’environne-
ment actuel et permet de garder les r`egles générales valides.

Pour montrer les avantages d’un syst`eme adaptatif, nous demandons `a l’expert de classer des
fraises provenant de quatre fraisiers diff´erents selon leur provenance et nous supposons que la seule
diff érence des quatre types de fraises est leur degr´e de sucre. Dans un apprentissage supervis´e,
c’est-à-dire qu’avant le classement des fraises on pr´esente au d´egustateur des fraises de chaque
fraisier en lui précisant leurs origines, le d´egustateur se forme une opinion sur le degr´e typique des
fraises de chaque fraisier. Pendant cette phase d’apprentissage, l’expert adapte les limites de ses
fonctions d’appartenance pour refl´eter les provenances.

L’expert peut adapter ces fonctions mˆeme pendant la phase de classification - pendant laquelle
il doit trouver la provenance d’autres fraises- si les donn´ees elles-mˆemes contiennent une structure
interne, par exemple un nombre de fraises ´elevé avec un degr´e de sucre similaire (figure 2.5).

Dans ce cas, les fonctions d’appartenance peuvent ˆetre retrouv´ees même si la mesure est per-
turbée (l’expert a mang´e quelque chose de tr`es sucr´e juste avant la d´egustation) puisque la structure
interne des donn´ees - ici l’absence d’exemple d’un degr´e de sucre interm´ediaire - permet de reca-
librer la mesure.

Dans le syst`eme de gestion de variabilit´e que nous pr´esentons ici, nous essayons de copier ce
fonctionnement qui correspond `a un apprentissage `a moitié supervis´e età moitié non-supervis´e.
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FIG. 2.5 – Adaptation des fonctions d’appartenance aux donn´ees

2.5 Apprentissage dans un contexte variable

Pour illustrer l’effet de la variabilit´e sur la performance d’un syst`eme de classification, nous
analysons une m´ethode simple d’apprentissage.

La figure 2.6 montre une fac¸on de construire une partition floue pour un attributA1 à partir
d’une classification des pixels dans deux classesC1 etC2. Les contours qui d´elimitent lesvraies
classes dans la base d’apprentissage, sont utilis´es pour calculer les histogrammes de l’attribut
A1 pour les deux classes. Il y a plusieurs m´ethodes pour transformer la description des densit´es
d’exemples en des fonctions d’appartenance (voir chapitre 5). Une m´ethode simple consiste `a nor-
maliser ces histogrammes par la somme des histogrammes des deux classes, comme c’est illustr´e
à droite sur la figure 2.6.
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A1A1
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FIG. 2.6 – Construction probabiliste des fonctions d’appartenance

Moins les deux fonctions d’appartenance se recouvrent, plus l’attribut est pertinent pour la
distinction des deux classes. Autrement dit, les variations de l’attributA1 sont principalement li´ees
à l’appartenance `a l’une des classes. Si les conditions de l’acquisition de l’image ne sont pas
optimales, les attributs peuvent ˆetre soumis `a de nombreuses sources de variation dues aux :

– conditions physiques de l’acquisition
– conditions de l’éclairage
– variations de positions relatives
– changement du point de vue
– variations de l’objet `a analyser
– ...
Si nous essayons de construire des fonctions d’appartenance pour toute une base de donn´ees

de la même mani`ere que celle d´ecrite précédemment, en calculant cette fois-ci l’histogramme pour
tous les pixels de toutes les images ensembles, la variation entre les images s’ajoute `a l’incerti-
tude déjà présente pour les attributs calcul´es sur une seule image (voir figure 2.7). Le pouvoir de
discrimination de l’attribut est d´egradé.

Une solution au probl`eme de cette variabilit´e serait de trouver des attributs qui restent constants
à travers toutes les images mais qui sont diff´erents pour les diff´erentes classes. Dans de nom-
breux syst`emes, les attributs sont normalis´es d’une mani`ere heuristique avec des mesures prises
sur l’image entière ou sur une zone de l’image afin de r´eduire la sensibilit´e des attributs aux sources
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FIG. 2.7 – Classification dans un contexte variable

de variabilité. Malheureusement, cette m´ethode demande une connaissance explicite des sources
et du comportement de la variabilit´e pour pouvoir l’exprimer dans un calcul de normalisation. Un
exemple pour une telle approche est donn´e dans chapitre 10.

2.5.1 Seuils adaptatifs

Une autre approche pour arriver `a une discrimination efficace `a travers toute la variabilit´e des
images, est de prendre les d´ecisions faites sur les attributs d´ependants de l’image. Dans le cas
d’une modélisation des fronti`eres non floues entre les classes, cela revient `a des seuils adaptatifs,
une méthode qui est couramment utilis´ee en traitement d’images. Le seuillage adaptatif n’applique
pas le même seuil `a toutes les images de la base, mais calcule le seuil en fonction de la statistique
de l’attribut dans chaque image. Puisque la classification est le but du seuillage, les distributions
des classes ne sont pas connues pour calculer le seuil, par contre l’histogramme des deux classes
considérées ensemble (au centre de la figure 2.7) est connu. L’adaptation des seuils entre les classes
peut se faire pour chaque image ou mˆeme pour une partie de l’image. Une revue des m´ethodes de
classification avec seuils adaptatifs se trouve dans le chapitre 10 de [Coc95].

2.6 Sous-ensembles flous adaptatifs

L’inconvénient des seuils - statiques ou adaptatifs - est l’impossibilit´e de transmettre
l’impr écision de ce seuil dans le r´esultat de classification. Dans des syst`emes multi-critères, ceci
représente un handicap majeur puisque cette impr´ecision n’est pas connue pendant la phase de
combinaison des diff´erents critères. Les syst`emes non flous ne se prˆetent donc pas tr`es bienà la
combinaison de diff´erents critères parce qu’ils ont tendance `a prendre les d´ecisions trop tˆot dans
la chaˆıne de traitement.

Dans la suite, nous proposons une m´ethode g´enéralisant ce seuil adaptatif `a des fonctions
d’appartenance adaptatives pour pouvoir combiner le traitement de l’incertitude propos´e par la
logique floue et le traitement de la variabilit´e.

Les méthodes adaptatives dans la logique floue sont connues depuis longtemps (1979,
[Pro79]), mais elles sont principalement appliqu´ees aux probl`emes de l’automatisme. Une revue
des nombreuses m´ethodes dans ce domaine se trouve dans le chapitre 5 de [Jag95]. Ces m´ethodes
permettent de r´eadapter des contrˆoleurs flous `a de nouvelles circonstances soit en modifiant les
règles soit en modifiant la position des fonctions d’appartenance. Pour le probl`eme de la variabi-
lit é que nous consid´erons ici, la deuxi`eme approche semble plus int´eressante, car elle permet de
garder le mˆeme raisonnement au travers d’une base d’exemples avec variabilit´e. Dans les syst`emes
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de contrôle flou adaptatifs, l’adaptation se fait soit sur une nouvelle base d’apprentissage, c’est-
à-dire une base avec la v´erité connue, soit par retransmission d’une mesure d’erreur acquise en
continu entre la valeur de la sortie du syst`emeà régler et la consigne. Cela n’est pas applicable
au problème d’adaptation des fonctions d’appartenance en classification floue dans le traitement
d’images, puisqu’aucune mesure d’erreur n’est disponible quand une nouvelle image arrive.

Le système que nous cherchons `a construire pour le traitement d’images doit :
– apprendre d’une mani`ere supervis´ee les fonctions d’appartenance `a partir d’une base d’ap-

prentissage et
– s’adapter aux conditions d’une nouvelle image en utilisant le contexte dans l’image (adap-

tation non-supervis´ee)
Pour réussir cette tˆache, nous proposons de calculer les fonctions d’appartenance pour les

classes `a partir de la fonction d’appartenance de la somme de toutes les classes et d’un mod`ele
développé pendant la phase d’apprentissage. Evidemment, cela doit se faire avant la normalisation
des fonctions d’appartenance car l’information que nous recherchons `a extraire est cach´ee dans
des densit´es d’exemples sur l’espace des attributs plus ou moins ´elevées. La m´ethode que nous
proposons consiste en une phase d’apprentissage et une phase d’utilisation (figure 2.8).
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FIG. 2.8 – Sous-ensembles flous adaptatifs

2.6.1 La phase d’apprentissage

La phase d’apprentissage se d´eroule selon les ´etapes suivantes :
– modélisation des densit´es dans les histogrammes pour chaque attribut, chaque classe et

chaque image de la base d’apprentissage
– création d’un prototype qui mod´elise les liens entre les descriptions des diff´erentes classes.

Dans le chapitre 3, nous allons regarder comment il est possible de d´ecrire les densit´es des
exemples avec un mod`ele param´etrique reposant sur des sommes de gaussiennes. La m´ethode
est généraliséeà d’autres formes de composantes.

Dans le chapitre 4, nous abordons le probl`eme d’estimation de la variabilit´e dans la base d’ap-
prentissage. D’abord, les composantes de la description param´etrique sont regroup´ees pour retrou-
ver le même ordre des composantes dans chaque image ; ensuite, un prototype est construit, qui
représente le comportement commun `a toutes les images de la base. Les variations des exemples
sont estim´ees et les liens entre les composantes de la description sont estim´es par une r´egression.
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2.6.2 La phase d’utilisation

La phase d’utilisation se d´eroule selon les ´etapes suivantes :
– l’adaptation du prototype `a l’image actuelle
– une normalisation de la description des densit´es pour obtenir des fonctions d’appartenance.
L’adaptation du prototype `a l’image courante est d´ecrite dans la section 4.4.6. L’algorithme

utilisé est le mˆeme que celui utilis´e pendant la phase d’apprentissage.
Dans le chapitre 5, les m´ethodes de normalisation qui permettent de passer d’une description

de l’histogramme `a des fonctions d’appartenance sont d´ecrites. Une interpr´etation de cette norma-
lisation dans le cadre de l’extraction de l’information `a partir des annotations (par des contours)
d’un expert est donn´ee.

Finalement, le chapitre 6 conclut la premi`ere partie en montrant l’application concr`ete de la
méthode propos´eeà une base de donn´ees artificielle.
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Chapitre 3

Paramétrage des histogrammes

3.1 Présentation du probl̀eme

Comme nous l’avons ´evoqué précédemment, notre but est de faire une mod´elisation et une
gestion rigoureuses de l’incertitude `a travers toutes les ´etapes de notre algorithme de classifica-
tion. Nous nous basons sur la th´eorie des sous-ensembles flous pour d´ecrire les valeurs avec leurs
incertitudes.

La premièreétape de notre algorithme est d’estimer l’incertitude qui est apport´ee dans notre
systèmeà partir de la base d’apprentissage. Pour cela, il faut construire les fonctions d’apparte-
nance pour les attributs provenant des exemples de notre base de donn´ees.

Les sources d’incertitude inh´erentes `a un syst`eme de classification sont :
– l’erreur de mesure
– la précision de la mesure
– la variabilité des classes `a détecter
– le nombre limité d’exemples
Tout d’abord, les attributs mesur´es sur les images incluent une erreur de mesure et une

imprécision liéesà la résolution de la mesure. Par exemple, les valeurs de niveau de gris dans
l’image sont cod´ees avec 8, 12 ou 16 bits et le bruit du capteur peut introduire une incertitude de
l’ordre de plusieurs bits.

Les phénomènesà modéliser eux-mˆemes ont une variabilit´e interne qui ne peut pas ˆetre
complètement mod´eliséeà partir d’une base d’apprentissage limit´ee.

Pour construire des fonctions d’appartenance `a partir d’une base d’exemples, il faut franchir
la frontière entre une repr´esentation purement fr´equentielle, donn´ee par les exemples de la base, et
une représentation par fonctions d’appartenance qui sont d´efinies sur tout l’univers de l’espace des
attributs. Cette ´etape doit donc r´ealiser une agr´egation entre les valeurs des diff´erents exemples
pour modéliser une connaissance sur le processus dont les exemples sont tir´es.

Le deuxième but du param´etrage des histogrammes est la simplification de ceux-ci jusqu’`a
ce que les points communs entre les diff´erentes images de l’application en question deviennent
mesurables. Si l’histogramme d’un attribut, qui est utilis´e pour la classification, est divis´e en plu-
sieurs milliers de cases sur l’abscisse, cette repr´esentation n’est pas tr`es adapt´ee pour trouver des
régularités. Le but de la param´etrisation est donc de r´eduire le nombre de param`etres nécessaires
pour décrire la distribution des exemples dans l’espace des attributs, sans pourtant n´egliger les
variations qui peuvent exister entre les histogrammes des diff´erentes images.

La méthode de param´etrisation que nous proposons d’utiliser est d’approcher les histo-
grammes par une somme de gaussiennes. Nous allons d´etailler notre m´ethode dans ce qui suit.
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Chapitre 3. Paramétrage des histogrammes

3.2 Modélisation des histogrammes par ḿelange de gaussiennes

Une des m´ethodes couramment utilis´ee en statistique pour la description des distributions est
l’approchement par un m´elange. Dans ce cas, une distribution inconnue est estim´ee par une somme
de distributions param´etriquesck :

c(x;Φ) =
K

∑
k=1

pk �ck(x;Θk) (3.1)

avec :
Φ = (~p;~Θ) (3.2)

Le but de l’apprentissage est alors de d´eterminerà la fois les param`etresΘk de chaque distribution
et leurs poidspk respectifs.

3.2.1 Mélanges de gaussiennes

Le mélange le plus utilis´e est le m´elange de distributions gaussiennesck = gk(x;µk;σk).

c(xjΦ) =
K

∑
k=1

pk �gk(x;µk;σk) (3.3)

avec :

gk(x;µk;σk) =
1p

2πσk
e
� 1

2

�
x�µk

σk

�2

(3.4)

et

µk moyenne de la gaussiennek

σk écart-type de la gaussiennek

pk poids (ou amplitude) de la gaussiennek

Un exemple d’approximation d’une distribution d’exemples par une somme de trois gaussiennes
est donn´e en figure 3.1.
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FIG. 3.1 – Approximation d’une distribution par une somme de gaussiennes

3.2.2 Identification des ḿelanges de gaussiennes

Les mélanges de gaussiennes ont la capacit´e de permettre l’estimation de n’importe quelle dis-
tribution avec une erreurε choisie. Selon la distribution de d´epart et l’erreur accept´ee, le nombre
de gaussiennes n´ecessaires est plus ou moins important. Il est donc possible d’utiliser les m´elanges
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de gaussiennes pour repr´esenter n’importe quelle distribution de densit´e d’exemples avec une
précision que l’on peut contrˆoler par le nombre de gaussiennes utilis´ees. Une grande pr´ecision
nécessitera l’utilisation d’un grand nombre de composantes, tandis que l’on pourra r´eduire le
nombre de composantes dans le m´elange pour mod´eliser seulement le comportement principal
de la fonction.

3.2.3 L’idée de l’algorithme EM

Si le nombre des composantes dans un m´elange est connu, l’algorithmeEM (Expectation
Maximation) propos´e par Dempster [Dem77] permet d’approcher une fonction `a partir d’une ini-
tialisation.

Le problème de l’estimation des param`etres des composantes dans les m´elanges se base sur
le principe de maximisation de la vraisemblance (maximum likelihood) : c’est-`a-dire que les pa-
ramètres des composantes sont choisis de mani`ereà maximiser la probabilit´e des exemples d’ap-
partenir au m´elange.

Connaissant les param`etres du m´elangeΦ, la probabilité de l’exemplei de la base d’appren-
tissage est donn´ee par :

P(xi jΦ) = c(xi jΦ) =
K

∑
k=1

pk � 1p
2πσk

e
� 1

2

�
xi�µk

σk

�2

(3.5)

Si les probabilités sont consid´erées indépendantes pour lesN exemples, la probabilit´e globale de
la base est donn´ee par le produit des probabilit´es de tous les exemples :

P(~xjΦ) =
N

∏
i=1

 
K

∑
k=1

pk � 1p
2πσk

e
� 1

2

�
xi�µk

σk

�2
!

(3.6)

Malheureusement, une solution directe par maximisation n’est pas envisageable car on est en face
de deux niveaux d’incertitude :

– l’incertitude sur l’appartenance d’un exemple donn´e à chaque composante dans le m´elange.
– l’incertitude sur les param`etres des composantes.

L’algorithme EM fonctionne en d´ecomposant le probl`eme en deux ´etapes nomm´eesétapeE et
étapeM . Dans l’étapeE, il calcule une valeurλki qui exprime pour chaque exemplei de la base,
avec quel degr´e il correspond `a chaque composantek du mélange. Dans l’´etapeM , lesλki sont
considérés constants et les param`etres de chaque composante peuvent ˆetre calculés séparément
en pondérant chaque ´elémenti de la base par son degr´e d’appartenanceλki à la composantek.
Cela est visualis´e sur la figure 3.2 : le m´elange de l’itération précédente (3.2 a) est normalis´e pour
fournir les deux fonctions de pond´eration (3.2 b) ; celles-ci seront multipli´ees par l’histogramme
(3.2 c) pour obtenir les histogrammes pour chaque composante (3.2 d). Ensuite ces histogrammes
pondérés sont utilis´es pour calculer une nouvelle estimation pour les composantes (3.2 a).
Pour l’estimation des param`etres d’une composante, il reste donc `a maximiser :

Pk(~xjΦ; ~λk) =
N

∏
i=1

 
1p

2πσk
e
�

λki
2∑N

i=1λki

�
xi�µk

σk

�2!
(3.7)

MaximiserPk(~xjΦ; ~λk) estéquivalentà maximiser son logarithme ln(Pk(~xjΦ; ~λk)) :

ln(Pk(~xjΦ; ~λk)) =
N

∑
i=1

ln(
1p

2πσk
)�

N

∑
i=1

λki

2∑N
i=1 λki

�
xi �µk

σk

�2

(3.8)

=
N

∑
i=1

ln(
1p

2πσk
)� ∑N

i=1 λki(xi �µk)
2

2σ2
k ∑N

i=1λki
(3.9)
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(b) Les fonctions de pond´erationλk
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(d) Les histogrammes pond´erés
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FIG. 3.2 – Décomposition de la maximisation par ´etapes : le m´elange de l’itération précédente
(a) est normalis´e pour fournir les deux fonctions de pond´eration (b) qui sont multipli´ees par l’his-
togramme (c) pour obtenir les histogrammes pour chaque composante (d) qui sont utilis´es pour
calculer une nouvelle estimation pour les composantes (a)
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Le maximum relativement `aµk est en une position de d´erivée partielle enµk nulle :

∂
∂µk

ln(Pk(~xjΦ; ~λk)) = 0 (3.10)

) �
N

∑
i=1

λki � (xi �µk)

∑N
i=1λki �σ2

k

= 0 (3.11)

)
N

∑
i=1

λki �xi =
N

∑
i=1

λki �µk (3.12)

) µk =
∑N

i=1 λki �xi

∑N
i=1 λki

(3.13)

De la même mani`ere, le maximum relativement `a σk est en une position de d´erivée partielle enσk

nulle :

∂
∂σk

ln(Pk(~xjΦ; ~λk)) = 0 (3.14)

) � 1
σk

+
N

∑
i=1

λki � (xi �µk)
2

∑N
i=1λki �σ3

k

= 0 (3.15)

) σ2
k =

∑N
i=1 λki � (xi �µk)

2

∑N
i=1λki

(3.16)

) σk =

s
∑N

i=1 λki � (xi �µk)2

∑N
i=1 λki

(3.17)

(3.18)

La valeurpk est simplement calcul´eeà partir desλki :

pk =
N

∑
i=1

λki (3.19)

Les formules retrouv´ees ici sont celles d’une estimation classique du poidsp, de la valeur centrale
µ et de l’écart-typeσ d’une gaussienne `a partir d’une s´erie d’exemples avec la seule diff´erence que
les exemples sont pond´erés selon leur valeur d’appartenanceλki.

3.2.4 L’impl émention de l’algorithme EM

L’impl émentation de l’algorithme EM s’effectue selon les deux ´etapes d´ecrites ci-dessous :

étape E

On effectue la mise `a jour desλki lors de l’itération(m). Lors de l’initialisation de l’algorithme,
on fixe lespk;µk;σk pour calculer les valeurs initiales pour desλki ;

λ(m)ki =
p(m�1)

k �g(xi ;µ
(m�1)
k ;σ(m�1)

k )

∑K
j=1 p(m�1)

k �g(xi ;µ
(m�1)
j ;σ(m�1)

j )
(3.20)

Ensuite les m´elanges eux-mˆemes sont mis `a jourà partir des exemples pond´erés par lesλki :
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étape M

(miseà jour despk;µk;σk)

p(m)k =
N

∑
i=0

λ(m)ki (3.21)

µ(m)k =
∑N

i=0 λ(m)ki xi

p(m)k

(3.22)

σ(m)
k =

vuut∑N
i=0λ(m)ki (xi �µ(m)k )2

p(m)k

(3.23)

avec :

xi exemples de la base d’apprentissage

λki appartenance de l’exemplei à la gaussiennek

3.2.5 Les ŕesultats de l’algorithme EM

L’algorithme EM donne de bons r´esultats si l’initialisation de d´epart est d´ejà assez proche de
la solution optimale. Sinon, il trouve un minimum local proche de l’´etat initial (p(0);µ(0);σ(0)). Le
nombre de gaussiennes choisies a une influence majeure sur la r´epartition des gaussiennes, comme
le montre la figure 3.3 qui donne le r´esultat de l’approximation d’un histogramme par 8 et par 12
composantes. On peut observer que le mode principal de l’histogramme est presque enti`erement
décrit par une seule composante dans le cas d’initialisation avec 8 composantes et que le mˆeme
mode est d´ecrit par deux composantes lorsque le nombre de composantes augmente.
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FIG. 3.3 – Approximation d’une distribution par une somme de gaussiennes utilisant 8 ou 12
composants. La fac¸on d’approcher le mode principal change significativement avec le nombre de
composantes choisi.

Nous allons utiliser les m´elanges de gaussiennes dans deux buts : comme repr´esentation d’une
distribution d’exemples dans l’espace des attributs et pour l’identification des principaux modes de
ces distributions. En ce qui concerne la repr´esentation, il est acceptable d’avoir des composantes
diff érentes pour des distributions similaires ; par contre concernant l’identification, il est souhai-
table de trouver des composantes stables qui varient peu avec les variations des distributions.
C’est pourquoi nous avons cherch´e des algorithmes d’estimation des param`etres qui donnent des
résultats plus stables.
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3.2 Modélisation des histogrammes par mélange de gaussiennes

3.2.6 Identification hiérarchique des gaussiennes

Dans [Zhu96], un algorithme hi´erarchique pour l’identification des gaussiennes est propos´e. A
chaque itération, il essaie de trouver une gaussienne qui, ajout´eeà un bruit de niveauts constant,
approche la fonction. L’id´ee de cette approche est que les composantes de l’histogramme qui
ne sont pas encore identifi´ees soient repr´esentées par un mod`ele de bruit constant `a travers de
l’univers.

On peut alors utiliser une version simplifi´ee de l’algorithme EM avec une seule gaussienne :

étape E

λ(m)i =
g(xi ;µ(m�1);σ(m�1))

g(xi ;µ(m�1);σ(m�1))+ ts
(3.24)

étape M

p(m) =
N

∑
i=0

λ(m)i (3.25)

µ(m) =
∑N

i=0 λ(m)i xi

p(m)
(3.26)

σ(m) =

s
∑N

i=0 λ(m)i (xi �µ(m))2

p(m)
(3.27)

Puisque le niveau de bruit n’est pas vraiment connu, car il s’agit d’un mod`ele pour toute la
partie de la fonction qui ne va pas ˆetre approch´ee par la prochaine gaussienne, plusieurs valeurs
ts sont utilisées. Le choix entre les r´esultats obtenus avec les diff´erentsts est effectu´e par un test
d’adaptation du type Kolmogorov-Smirnov. La figure 3.4 montre les r´esultats obtenus pour deux
niveaux de bruit différents. Pour le niveauts = 0 (figure 3.4à gauche), l’histogramme entier est
approché par une gaussienne.
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FIG. 3.4 – Résultat pour deux valeursts diff érents.
à gauche :ts = 0 - l’histogramme entier est mod´elisé par la gaussienne
à droite :ts 6= 0 - seulement une partie de l’histogramme est mod´elisée par la gaussienne

Puisque l’histogramme ne ressemble pas dans son ensemble `a une gaussienne, cette approxi-
mation ne d´ecrit aucune partie de l’histogramme d’une mani`ere satisfaisante. Pour un niveauts
plus élevé (figure 3.4 `a droite) seul la partie de l’histogramme qui est significativement au-dessus
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Chapitre 3. Paramétrage des histogrammes

du niveauts (indiqué par le trait horizontal) est prise en compte pour l’estimation des param`etres
de la gaussienne. Logiquement, la gaussienne ne d´ecrit pas l’ensemble de l’histogramme, mais
pour le mode le plus important, le r´esultat est tr`es intéressant.

Une fois que la meilleure gaussienne a ´eté identifiée, elle est soustraite de la fonction initiale
et la recherche de la gaussienne suivante est effectu´ee de la mˆeme mani`ere.

Au cours des it´erations, l’histogramme est de mieux en mieux approch´e par la somme des
gaussiennes et les gaussiennes trouv´ees sont de plus en plus petites. De mˆeme, le niveau du bruit
ts qui permet de trouver une gaussienne int´eressante diminue avec le nombre d’it´erations.
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FIG. 3.5 – Résultats des m´elanges avec 2,3,4 ou 12 composantes

La figure 3.5 montre les r´esultats pour une approximation avec deux, trois, quatre et douze
gaussiennes. Les principales gaussiennes sont reconnues ind´ependamment du nombre de compo-
santes. La d´ecomposition hi´erarchique permet donc de d´ecomposer une distribution d’une fac¸on
presque ind´ependante du nombre de gaussiennes.

3.3 Une nouvelle approche
pour l’identification hi érarchique

Même si l’identification hi´erarchique donne des r´esultats satisfaisants pour la plupart des his-
togrammes, elle a une faiblesse quand les composantes `a estimer sont de tailles tr`es différentes.
Cela vient du fait qu’`a chaque fois qu’une composante a ´eté estimée, sa distribution d’exemples est
soustraite de la distribution d’exemples pr´esents dans l’histogramme. Un premier effet non sou-
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3.3 Une nouvelle approche pour l’identification hiérarchique

haitable est que l’on peut obtenir des valeurs n´egatives dans l’histogramme, dues aux fluctuations
localesà l’intérieur d’un mode.

Dans des cas extrˆemes - si aucune pr´ecaution n’est prise - cet algorithme peut arriver `a ex-
pliquer ces valeurs n´egatives par des composantes avec des poids n´egatifs. Le deuxi`eme effet
défavorable est le comportement du bruit dans les zones o`u une composante avec un poids impor-
tant aété soustraite lors des it´erations pr´ecédentes, puisque les variations locales d’une composante
importante sont plus importantes que les variations dans des zones avec peu d’exemples.

3.3.1 La méthode

Pour remédier à ces probl`emes, nous introduisons une nouvelle m´ethode d’estimation
hiérarchique des param`etresà partir de la m´ethode pr´ecédente. Cette m´ethode prend en compte les
gaussiennes d´ejà identifiées au cours de la d´ecomposition hi´erarchique dans le mod`ele du bruit.

Si le nombre d’exemplesn à un endroit sur l’histogramme suit un loi de Poisson, les fluctua-
tions autour de cette valeur nominale den exemples sont de l’ordre de

p
n. Il est donc raisonnable

d’accepter une erreur d’approximation (en absolu) plus grande dans les zones avec une grande
densité d’exemples. Au lieu de soustraire les gaussiennes identifi´ees, il est possible de les int´egrer
dans le bruit et de cette mani`ere de prendre en compte la variabilit´e introduite par une composante
importante. L’étape E est donc remplac´ee par :

étape E

λ(m)ki =
p(m�1)

k �g(xi ;µ
(m�1)
k ;σ(m�1)

k )

∑K
j=0 p(m�1)

j �g(xi ;µ
(m�1)
j ;σ(m�1)

j )+ ts
(3.28)

étape M

(non modifiée par rapport `a l’estimation hiérarchique d´ecrite précédemment)

p(m)k =
N

∑
i=0

λ(m)ki (3.29)

µ(m)k =
∑N

i=0 λ(m)ki xi

p(m)k

(3.30)

σ(m)
k =

vuut∑N
i=0λ(m)ki (xi �µ(m)k )2

p(m)k

(3.31)

Pour chaque niveau de la hi´erarchie, cette formulation ressemble fortement `a celle de l’algo-
rithme EM standard : les gaussiennes d´ejà identifiées sont prises en compte comme dans l’algo-
rithme EM standard mais une seule gaussienne est mise `a jour dans l’étape M et les gaussiennes
non encore identifi´ees sont approch´ees par un bruit homog`ene repr´esenté parts.

Ce nouvel algorithme est aussi robuste que l’algorithme hi´erachique propos´e dans [Zhu96]
décrit précédemment, mais la convergence est encore plus rapide puisque le probl`eme des valeurs
négatives dans l’histogramme est ´evité.

Dans la suite, nous avons d´enommé cet algorithmeH-EM.
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Chapitre 3. Paramétrage des histogrammes

3.3.2 Ǵenéralisation à d’autres formes de composantes

Le modèle param´etrique qui a ´eté choisi jusqu’à présent est la somme de composantes gaus-
siennes. Ce mod`ele est très couramment utilis´e pour deux raisons :

– il permet de d´ecrire parfaitement les processus o`u les valeurs `a mesurer sont au d´epart des
valeurs non floues auxquelles un bruit gaussien est ajout´e. Puisque la plupart des sources
de bruit sont gaussiennes (bruit ´electronique des capteurs, bruit quantique) ce mod`ele est
applicableà beaucoup de probl`emes.

– les bases math´ematiques pour estimer les m´elanges des gaussiennes sont connues depuis
longtemps.

Néanmoins, les gaussiennes ne sont pas les seules fonctions param´etriques qui peuvent ˆetre uti-
lisées pour mod´eliser un histogramme et nous allons illustrer dans cette section comment l’algo-
rithme H-EM peut les utiliser pour r´ealiser l’approximation.

Le raisonnement appliqu´e aux composantes gaussiennes peut ˆetre généralisé sur d’autres com-
posantesck(x;µ;σ) en transformant la gaussienne par une exponentielle d’une fonctionf mono-
tone et décroissante de la mani`ere suivante :

ck(x;µk;σk) =
1
γ

exp

 
� f

 �
x�µk

σk

�2
!!

(3.32)

avec :

µk - la valeur centrale de la composantek

σk - la largeur de la composantek

pk - le poids de la composantek

γ =
R ∞
�∞ exp

�
� f

��
x�µk

σk

�2
��

dx - facteur de normalisation

La distribution de probabilit´e de chaque exemple de la base d’apprentissage est donn´ee par le
mélange :

P(xi jΦ) = c(xi jΦ) =
K

∑
k=1

pk � 1
γ

exp

 
� f

 �
xi �µk

σk

�2
!!

(3.33)

et la distribution de probabilit´e globale de la base est donc le produit des distributions de probabi-
lit é de tous les exemples

P(~xjΦ) =
N

∏
i=1

"
K

∑
k=1

pk � 1
γ

exp

 
� f

 �
xi �µk

σk

�2
!!#

(3.34)

Nous utilisons la mˆeme approche que dans la section 3.2.3 pour d´ecomposer le probl`eme en deux
étapes. Il nous reste donc pour l’´etapeM à maximiser :

Pk(~xjΦ; ~λk) =
N

∏
i=1

"
1
γ

exp

 
� λki

∑N
i=1λki

f

 �
xi �µk

σk

�2
!!#

(3.35)

et nous prenons le logarithme pour simplifier :

ln(Pk(~xjΦ; ~λk)) =
N

∑
i=1

ln(
1
γ
)�

N

∑
i=1

λki

∑N
i=1 λki

f

 �
xi �µk

σk

�2
!

(3.36)

Pour trouver leµk pour lequel ln(Pk(~xjΦ; ~λk)) est maximal, la d´erivée partielle relativement `a µk

est calculée et annul´ee :

∂
∂µk

ln(Pk(~xjΦ; ~λk)) = 0 (3.37)
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) �
N

∑
i=1

λki � f 0
��

xi�µk
σk

�2
�
(xi �µk)

∑N
i=1λki �σ2

k

= 0 (3.38)

)
N

∑
i=1

λki f
0

 �
xi �µk

σk

�2
!
�xi =

N

∑
i=1

λki f
0

 �
xi �µk

σk

�2
!
�µk (3.39)

Avec une définition deβki pour simplifier :

βki = f 0
 �

xi �µk

σk

�2
!

(3.40)

nous obtenons :

µk =
∑N

i=1 λkiβki �xi

∑N
i=1 λkiβki

(3.41)

La même démarche est appliqu´ee pourσk :

∂
∂σk

ln(Pk(~xjΦ; ~λk)) = 0 (3.42)

) 1
σk
�

N

∑
i=1

λki � f 0
��

xi�µk
σk

�2
�
(xi �µk)

2

∑N
i=1 λki �σ3

k

= 0 (3.43)

) σ2
k =

∑N
i=1λkiβki � (xi �µk)

2

∑N
i=1 λkiβki

(3.44)

) σk =

s
∑N

i=1λkiβki � (xi �µk)2

∑N
i=1λkiβki

(3.45)

Cette introduction de la fonctionf dans la composante correspond `a un changement d’´echelle
sur l’abscisse. Dans le cas d’une gaussienne, la pond´eration des exemples est constante sur tout
l’univers, mais apr`es le changement d’´echelle cette pond´eration βki change comme la d´erivée
de la fonction de changement d’´echelle. Dans le cadre de l’algorithme de la famille EM, cette
pondération s’ajoute `a la pondération par lesλki provenant du chevauchement de diff´erentes com-
posantes.

3.3.3 Impulsion cosinus

Pour illustrer le fonctionnement avec une autre forme de composantes, nous allons regarder
une impulsion de cosinus. Une impulsion de cosinus (figure 3.6) est une p´eriode de cosinus centr´ee
autour de z´ero. Dans la proximit´e de zéro elle est tr`es similaireà une gaussienne, le support n’´etant
pas l’infini mais l’intervalle]�1;1[.
Elle est définie par :

cosi(x) =

� 1
2(1�cos(πx)) si jxj< 1

0 sinon
(3.46)

Pour transformer la gaussienne en impulsion cosinus il suffit de choisirf telle que :

exp

 
� f

 �
x�µ

σ

�2
!!

=

� 1
2(1+cos(π x�µ

σ )) si jx�µj< σ
0 sinon

(3.47)

Où µ est la position centrale de l’impulsion etσ est sa largeur `a mi-hauteur. En posantz=
� x�µ

σ
�2

nous obtenons pourf :

f (z) =

� � ln
�

1
2 (1+cos(π

p
z))
�

si jzj< 1
∞ sinon

(3.48)
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FIG. 3.6 – Impulsion de cosinus compar´eeà une gaussienne

La fonction de pond´eration en fonction de la distance normalis´ee par rapport au centre de la com-
posante est :

βk(x) = f 0
 �

x
σk

�2
!

=

8<
:

2πsin(π x
σk
)

σk

�
1+cos(π x

σk
)
� si jxj< σk

0 sinon
(3.49)

Contrairement aux gaussiennes, les impulsions de cosinus sont d´efinies non nulles uniquement
dans l’intervalle]� 1;1[ . Si ces valeurs sont interpr´etées comme une probabilit´e, les valeurs
nulles posent un probl`eme, parce que cela veut dire que th´eoriquement on ne doit trouver aucun
exemple dans cette zone. Le facteur de pond´eration pour les exemples `a l’extérieur du support
d’une composante est donc infini. Dans l’algorithme H-EM cette probl´ematique est cach´ee par
la considération d’une composante avec une densit´e constante sur tout l’univers. Les valeurs de
pondération pour chaque exemple de la base sont ´egales `a :

λ̃ki = λkiβki =

8<
:

1
2(1+cos(π xi�µk

σk
))

1
2(1+cos(π xi�µk

σk
))+ts

� 2πsin(π xi�µk
σk

)

σk

�
1+cos(π xi�µk

σk
)
� si jxi �µkj< σk

0 sinon
(3.50)

=

8<
:

2πsin(π xi�µk
σk

)

σk

�
1+cos(π xi�µk

σk
)+2ts

� si jxi �µkj< σk

0 sinon
(3.51)

La figure 3.7 montre la pond´eration totalẽλki utilisée pour l’identification de la premi`ere com-
posante avec l’algorithme H-EM avec diff´erents niveauxts de la composante constante. La figure
3.8 montre, en r´eférence, la pond´eration utilisée par l’algorithme H-EM utilisant les composantes
gaussiennes.

Le fait que la fonction de pond´eration ait un support limit´e et des valeurs importantes proches
des limites du support r´eduit la zone de convergence de l’algorithme. Les exemples qui sont en
dehors du support d’une composante ne sont pas pris en compte par cette m´ethode d’itération,
ceux au bord du support ont un poids extrˆeme. Il est donc n´ecessaire de bien initialiser les compo-
santes. Une possibilit´e est de commencer les it´erations de l’algorithme H-EM avec les fonctions
de pondération d’une gaussienne de support infini qui, pour cette raison, est plus robuste vis-`a-vis
de l’initialisation. Une fois que les positions des composantes ont ´eté trouvées approximative-
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FIG. 3.7 – Fonction de pond´eration pour les impulsions de cosinus
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FIG. 3.8 – Fonction de pond´eration pour les composantes gaussiennes

ment, la pond´eration peut ˆetre chang´ee pour affiner l’approximation avec les formes sp´ecifiques
des composantes choisies pour cette application.

3.3.4 Impulsion triangulaire

Les valeurs floues sont souvent repr´esentées avec des formes triangulaires pour exprimer que
la valeur d’appartenance `a une cat´egorie diminue lin´eairement avec la distance. Nous pouvons
décrire un triangle sym´etrique par :

tria(x) =

�
1�jxj si jxj< 1

0 sinon
(3.52)

Pour transformer la gaussienne en impulsion triangulaire,f doit satisfaire :

exp

 
� f

 �
x�µ

σ

�2
!!

=

�
1� �� x�µ

σ
�� si jx�µj< σ

0 sinon
(3.53)
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Chapitre 3. Paramétrage des histogrammes
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FIG. 3.9 – Impulsion triangulaire compar´eeà une gaussienne

En posantz=
� x�µ

σ
�2

nous obtenons pourf :

f (z) =

(
� ln

�
1�
p
jzj
�

si jzj< 1

∞ sinon
(3.54)

La fonction de pond´eration en fonction de la distance par rapport au centre de la composante est :

βk(x) = f 0
 �

x
σk

�2
!

=

( x
σk

(σk�jxj) si jxj< σk

0 sinon
(3.55)
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FIG. 3.10 – Fonction de pond´eration pour les impulsions triangulaires et les impulsions de cosinus

Comme le montre la figure 3.10, les fonctions de pond´eration des impulsions de cosinus et des
impulsions triangulaires sont tr`es similaires.
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3.3 Une nouvelle approche pour l’identification hiérarchique

Cette transformation de l’axe par la fonctionf peutêtre appliqu´eeà n’importe quelle fonction
symétrique et d´ecroissante avec la distance par rapport `a l’origine. La méthode pr´esentée ici semble
intéressante pour des applications o`u l’on connaˆıt a priori les formes typiques des distributions
d’exemples. En choisissant une forme adapt´ee pour les composantes, le nombre de composantes
nécessaires pour d´ecrire l’histogramme avec une erreur maximale donn´ee est r´eduit.
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Chapitre 4

Modélisation de la variabilité

Dans le chapitre pr´ecédent, nous avons d´ecrit une méthode pour trouver une description pa-
ramétrique des densit´es d’exemples dans l’histogramme d’un attribut.

Cette méthode de param´etrisation peut ˆetre utilisée pour réaliser une description compacte des
distributions d’exemples dans chaque classe, qui peut elle-mˆemeêtre transform´ee en fonctions
d’appartenance aux classes avec les m´ethodes d´ecrites dans le chapitre 5.

Dans ce qui suit, nous montrons d’abord comment une classification statique peut ˆetre réalisée
sans ou avec la param´etrisation de l’histogramme. Ensuite, nous pr´esentons une nouvelle approche
pour modéliser la variabilité dans la base d’apprentissage grˆaceà un prototype qui se base sur le
modèle param´etrique des histogrammes. Nous proposons ´egalement un mod`ele des liens entre
les composantes et un algorithme pour identifier ces liens. Nous terminons le chapitre avec la
description d’une version modifi´ee de l’algorithme EM qui permet d’adapter `a l’image actuelle le
prototype identifié lors de la phase d’apprentissage.

4.1 Classification statique

Dans les syst`emes traditionnels de classification floue, les fonctions d’appartenance sont fix´ees
une fois pour toute pendant la phase d’apprentissage. Avant de proposer une m´ethode pour cr´eer
des fonctions d’appartenance adaptatives, nous d´ecrivons le cas non adaptatif ou statique.

4.1.1 Classification statique non paraḿetrique

Un système d’apprentissage pour une classification statique est illustr´e sur la figure 4.1.
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H

lassesC

Attributs

N ormalisation

Image images

FIG. 4.1 – Classification statique

Les attributs int´eressants pour la classification sont calcul´es pour toutes les images. Les oc-
currences des diff´erentes valeurs sont calcul´ees pour les exemples de chaque classe dans un his-
togramme. Les histogrammes sont combin´es au travers des images pour chaque classe. Les his-
togrammes sont transform´es en fonctions d’appartenance par une des m´ethodes de normalisation
présentées dans le chapitre 5.
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Chapitre 4. Modélisation de la variabilité

4.1.2 Classification statique paraḿetrique

L’utilisation de la description param´etrique des histogrammes dans un syst`eme de classifica-
tion statique est illustr´ee sur la figure 4.2.

CContour

2C1+
C 2

C

A

1

F
f(A )

2

N ormalisation

+

1

C

1C

2C

1C

1H-EM
C 2C

1C

H-EM
onctions d’appartenance

lassesC

AttributsImage images

Description

Paramétrique

A1

h(A )1

A1

h(A )1

istogrammeH

A1

h(A )1

A1

h(A )1

FIG. 4.2 – Classification statique avec description param´etrique

Pour simplifier la description des densit´es d’exemples dans les histogrammes, une descrip-
tion paramétrique peut ˆetre extraite en utilisant l’algorithme H-EM. Finalement, cette description
paramétrique qui repr´esente des occurrences dans l’histogramme est utilis´ee pour construire les
fonctions d’appartenance grˆaceà une normalisation.

Ces fonctions d’appartenance ne sont pas d´ependantes du contexte. Si les valeurs des attributs
sont soumises `a des variations, la performance des attributs pour la classification est r´eduite. Or,
dans la plupart des probl`emes de traitement d’images, le contexte des autres ´eléments dans l’image
est très utile pour aider `a la tâche de classification. Il convient donc d’adapter la classification au
contexte pour en am´eliorer la performance.

4.2 Une nouvelle approche pour la classification adaptative

Il existe de nombreuses m´ethodes de classification non floues dans le traitement d’images
qui s’adaptent au contexte dans l’image. L’exemple le plus connu est le seuillage adaptatif. Les
diff érentes m´ethodes propos´ees dans la litt´erature (une revue des m´ethodes se trouve dans [Coc95]
chapitre 10) se basent sur l’analyse de l’histogramme - soit de l’image dans sa totalit´e soit d’une
de ses parties - pour calculer des seuils qui s´eparent les classes. Un inconv´enient de ces m´ethodes
non floues r´eside en la prise de d´ecision prématurée avec des donn´ees imparfaites. Un autre in-
convénient de la plupart des m´ethodes provient de la n´ecessit´e de définir a priori la façon de
calculer les seuils en fonction de l’histogramme.

4.2.1 Classification floue adaptative

Dans notre approche, nous combinons l’id´ee d’adaptation au contexte avec l’utilisation de
modèles flous pour arriver `a une classification floue adaptative. Nous allons utiliser la base d’ap-
prentissage pour estimer `a la fois la position typique des classes et leur variation autour de cette
valeur typique, une information n´ecessaire pour identifier le degr´e souhaitable d’adaptation au
contexte.

La figure 4.3 est une illustration de cette d´emarche. Un prototype des densit´es d’exemples dans
les classes est cr´eé à partir de la base d’apprentissage. Il est adapt´e à l’histogramme de l’image
actuelle pour essayer d’extraire la variation qui est ind´ependante de la classe.

Pour arriverà cette adaptation il y a deux probl`emesà résoudre :
– création d’un prototype qui mod´elise la variabilité à partir de la base d’apprentissage
– adaptation du prototype `a l’exemple actuel

Nous allons regarder ces probl`emes dans ce qui suit.
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4.3 Algorithmes de regroupement
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FIG. 4.3 – Classification adaptative

4.2.2 Mod́elisation de la variabilité

Pour identifier la variabilit´e existante dans le probl`eme pos´e, nous utilisons la base d’apprentis-
sage. Premi`erement, une description compacte des densit´es des attributs est faite avec les m´ethodes
décrites dans le chapitre pr´ecédent. Si cette description est pertinente, la variation des param`etres
du modèle est repr´esentative pour la variabilit´e dans la base.

Dans la pratique, les param`etres trouv´es par l’algorithme H-EM ne sont pas toujours
complètement repr´esentatifs pour la variation dans la base d’apprentissage pour deux raisons :

– l’ordre dans lequel les composantes sont identifi´ees peut changer s’il y a deux composantes
d’importance similaire.

– si le nombre de composantes choisies est trop grand, certaines composantes peuvent ˆetre
utilisées pour d´ecrire des fluctuations locales pr´esentes uniquement dans cet exemple et ne
sont pas repr´esentatives pour la base.

Cette constatation nous am`eneà résoudre un deuxi`eme problème de classification, celle des
composantes pertinentes au travers de la base d’apprentissage. Ce probl`eme de classification est
un problème de classification non supervis´ee ou bien un probl`eme de regroupement. Pour cette
classification, nous poss´edons une bonne initialisation qui est donn´ee par l’ordre des composantes
trouvées par l’algorithme H-EM. Nous allons regarder les m´ethodes de regroupement pour choisir
une méthode adapt´eeà ce problème.

4.3 Algorithmes de regroupement

Les algorithmes de regroupement (clusteringen langue anglaise) sont utilis´es pour l’appren-
tissage non supervis´e. Ils permettent de trouver des structures internes dans une base de donn´ees
en regardant la distribution des exemples dans l’espace des attributs. L’hypoth`ese de base utilis´ee
par ces algorithmes est que les exemples qui appartiennent `a une même classe sont proches dans
l’espace des attributs. Les algorithmes de regroupement se distinguent dans la fac¸on de calculer la
distance entre les exemples et une classe qui est souvent d´ecrite par un prototype.
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Chapitre 4. Modélisation de la variabilité

Les algorithmes de regroupement les plus connus sont :

les k-plus proches voisins

les C-moyennes classiques

les C-moyennes floues

les C-moyennes possibilistes

les réseaux de neurones

Il est intéressant de noter que tous ces algorithmes it´eratifs (sauf les r´eseaux de neurones)
ont une structure similaire. Ils utilisent un prototype pour les classes qu’ils adaptent aux den-
sités d’exemples par des it´erations comportant deux ´etapes : l’estimation des regroupements pour
chaque classe et la mise `a jour du prototype utilisant l’information des regroupements. La figure
(4.4) montre les g´enéralités de ces algorithmes. Dans la suite nous allons formaliser les ´etapes
pour ensuite montrer les particularit´es de chaque algorithme.

ex
em

pl
es

matrice 

prototype

degrés

des
xemples

Prototype

prototype

d’appartenance

E

distances

des

matrice 

ex
em

pl
es

prototype

ex
em

pl
es

matrice 

des

similitudes

FIG. 4.4 – Algorithmes de regroupement it´eratifs

Soit X = fxj= j = 1: : :Ng l’ensemble des exemples, repr´esentés par des vecteurs d’attributs
xj = [xj;1;xj;2; : : : ;xj;a] et P= fpi=i = 1: : :Cg un ensemble de prototypes - caract´erisant chacune
des classes. Soitd(xj ; pi) une mesure de distance entre le prototypepi et l’exemplexj et fA(xj ; pi)
un degré d’appartenance de l’exemplexj à la classe repr´esentée par le prototypepi .

Utilisant ces d´efinitions nous pouvons ´ecrire l’algorithme g´enéral pour la classification par
itération :

1 - initialiser les pi (choix du nombre des classes, et de leurs positions initiales).

2 - regrouper les exemplesxi en calculant les degr´es d’appartenancefA(xj ; pi) de chaque exemple
à chaque classe .

3 - recalculer les prototypesen utilisant les degr´es d’appartenance.

4 - tester la convergence et boucler vers le regroupement si le crit`ere d’arrêt n’est pas satisfait.

Dans la phase du regroupement, le degr´e d’appartenance est souvent calcul´e par l’intermédiaire
d’une mesure de dissemblanced(xj ; pi) et une mesure de similarit´e s(xj ; pi) comme c’est illustr´e
sur la figure 4.4. Dans la suite, nous examinons uniquement les mesures les plus connues. Une
bonne description des diff´erentes mesures de similarit´e et de dissemblance se trouve dans [Rif96].
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4.3 Algorithmes de regroupement

4.3.1 C-moyennes classiques (CM)

Pour obtenir l’algorithme des C-moyennes classiques il suffit de choisir :

d(xj ; pi) = (xj � pi)
2 (4.1)

et

fA(xj ; pi) =

�
1 si d(xj ; pi) = mink(d(xj ; pk))
0 sinon

(4.2)

Cetteéquation peut aussi ˆetre interprétée en d´efinissant la similarit´e s(xj ; pi) comme suit, ce qui
facilite la comparaison avec les C-moyennes floues d´ecrites dans le paragraphe suivant :

s(xj ; pi) =
1

d(xj ; pi)
=

1
(xj � pi)2 (4.3)

et

fA(xj ; pi) =

�
1 sis(xj ; pi) = maxk(s(xj ; pk))
0 sinon

(4.4)

La fonction d’appartenance est donc un singleton `a la position de similarit´e maximale dans chaque
ligne de la matrice de similarit´e. La mise `a jour du prototype est r´ealisée par une simple moyenne
pondérée des exemples de la base par leur fonction d’appartenancefA :

pi =
∑N

j=1 fA(xj ; pi) �xj

∑N
j=1 fA(xj ; pi)

(4.5)

4.3.2 C-moyennes flous (FCM)

Le seul changement par rapport aux C-moyennes classiques est que la d´efinition de fA ne
s’exprime plus `a l’aide de l’opérateur maximum mais par une normalisation :

fA(xj ; pi) =
s(xj ; pi)

∑C
k=1 s(xj ; pk)

(4.6)

Ceci signifie que chaque exemple a un degr´e d’appartenance inversement proportionnel `a la dis-
tance entre l’exemple et le prototype de la classe, le total de ces degr´esétantégalà l’unité. Kri-
shnapuram et Keller ont constat´e [Kri93-2] que cette normalisation pose des probl`emes pour l’in-
terprétation des r´esultats obtenus avecfA(xj ; pi) comme fonction d’appartenance. La normalisa-
tion introduit une d´ependance entre les classes et ´etend le support des fonctions d’appartenance
sur l’univers entier. Des exemples tr`eséloignés des centres de tous les prototypes ont des valeurs
d’appartenance `a chaque classe, qui sont proches de 1=C et ainsi, ils influencent les prototypes
de toutes les classes avec la mˆeme importance que des exemples plus proches. Krishnapuram et
Keller ont propos´e une autre m´ethode : les C-moyennes possibilistes.

4.3.3 C-moyennes possibilistes (PCM)

Les valeurs d’appartenancefA(xj ; pi) ne sont plus calcul´ees en normalisant dans la direction
des prototypes mais ind´ependamment les unes des autres :

fA(xj ; pi) =
1

1+
�

d2(xj ;pk)
ηi

� 1
m�1

(4.7)
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Chapitre 4. Modélisation de la variabilité

Les distancesd(xj ; pk) du dénominateur sont normalis´ees par une distance typiqueηi de chaque
classe. Cette valeur doit ˆetre déterminée au d´epart, mais peut ˆetre mise `a jour en se basant par
exemple sur la distance moyenne intra-classe [Kri93-2] :

ηi = K
∑N

j=1 fA(xj ; pi)d(xj ; pi)

∑N
j=1 fA(xj ; pi)

(4.8)

La valeur m dans l’exposant, qui modifie la fonction de distance, est g´enéralement fix´ee
d’une manière heuristique (souventm = 2). Comme le remarquent Krishnapuram et Keller
[Kri96], les C-moyennes possibilistes sont ´equivalentes `a un ensemble de M-estimateurs robustes
indépendants. C’est une des raisons pour laquelle les prototypes obtenus peuvent se superposer et
mêmeêtreégaux.

4.3.4 k-plus proches voisins (k-NN)

L’algorithme k-NN ne calcule pas de prototypes, mais utilise directement les distances `a tous
les exemples dans la base d’apprentissage pour classer chaque nouvel exemple. Cette m´ethode
est souvent utilis´ee dans des syst`emes de classification `a base de cas puisqu’elle ne n´ecessite
pas de transformation des donn´ees de la base d’apprentissage pour la classification de nouveaux
exemples. Pour une positionp donnée dans l’espace des attributs, la classe trouv´ee est celle de
la majorité des k voisins les plus proches `a cette position. L’algorithme utilise donc une distance,
typiquement la distance euclidienne :

d(xj ; p) = (xj � p)2 (4.9)

Puisque l’algorithme k-NN utilise uniquement l’ordre des exemples, n’importe quelle transforma-
tion monotone ne change pas le r´esultat et il est aussi possible de raisonner sur une mesure de
similitude qui est une fonction monotone d´ecroissante de la distance, par exemple :

s(xj ; p) =
1

d(xj ; p)
(4.10)

Ensuite, les exemples sont class´es selon leur similitude. SoitB = fbi=i = 1: : :Ngtel quebi est
la ième plus grande valeur parmis(x1; p) � � �s(xN; p). Les k plus grands membres debi sont
sélectionnés, soitBk = fbi=i = 1: : :kg et la classe la plus repr´esentée dansBk est attribuée au
nouvel exemple `a la positionp.

Puisque le nombrek est fixé, la densit´e des exemples dans l’espace des attributs a une influence
sur la taille de la zone d’influence des exemples. Pour le mˆemek, la zone d’influence d’un exemple
de la base est plus petite lorsque l’on consid`ere un exemple dans une zone dense plutˆot que dans
une zone avec peu d’exemples.

4.3.5 L’algorithme EM

L’algorithme EM ressemble aux C-moyennes floues dans le sens o`u il calcule fA(xj ; pi) par
une normalisation. Le prototype est caract´erisé par trois param`etres (wi;µi ;σi). La distance utilis´ee
est une exponentielle :

d(xj ; pi) =

p
2πσi

wi
�e

1
2

�
xj�µi

σi

�2

(4.11)

et la similitude est une gaussienne :

s(xj ; pi) =
1

d(xj ; pi)
=

wip
2πσi

�e�
1
2

�
xj�µi

σi

�2

(4.12)
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4.3 Algorithmes de regroupement

ensuite le calcul defA(xj ; pi) est strictement ´equivalentà celui des C-moyennes floues :

fA(xj ; pi) =
s(xj ; pi)

∑C
k=1 s(xj ; pk)

(4.13)

La miseà jour des param`etres des prototypes est effectu´ee sur les trois param`etrespi = (wi;µi ;σi)
de la manière suivante :

w(m)
i =

N

∑
j=1

fA(xj ; pi)
(m) (4.14)

µ(m)i =
∑N

j=1 fA(xj ; pi)
(m)xi

w(m)
i

(4.15)

σ(m)
i =

vuut∑N
j=1 f (m)A (xi �µ(m)k )2

w(m)
i

(4.16)

4.3.6 L’algorithme EM hi érarchique

L’algorithme EM hiérarchique ne suit pas strictement les ´etapes de l’algorithme g´enéral pour
la classification par it´erations tel que d´ecrit au début du paragraphe 4.3, puisqu’il estime les pro-
totypes un par un. Il est quand mˆeme intéressant de rappeler les relations utiles de chaque ´etape
pour faire le lien avec les autres algorithmes de regroupement. La distance choisie est la mˆeme
que pour l’algorithme EM classique :

d(xj ; pi) =

p
2πσi

wi
�e

1
2

�
xj�µi

σi

�2

(4.17)

mais fA est définie comme :

fA(xj ; pi) =

1
d(xj ;pi )

ts+
1

d(xj ;pi)

=
1

1+ ts �d(xj ; pi)
(4.18)

où ts est un niveau de bruit repr´esentant les autres prototypes non encore identifi´es. On peut consta-
ter uneéquivalence entre les ´equations 4.18 et 4.7 pourηi = 1=ts et m= 2. Contrairement aux
C-moyennes possibilistes, l’algorithme EM hi´erarchique ne fixe pas le param`etrets a priori, mais
cherche la meilleure correspondance entre les prototypes et l’histogramme des exemples avec
un test d’adaptation statistique. Cette m´ethode fonctionne g´enéralement bien quand le nombre
d’exemples dans la base est suffisant pour que les tests d’adaptation soient discriminants. Pour
la recherche des prototypes suivants, l’algorithme EM hi´erarchique soustrait une distribution qui
représente les prototypes d´ejà identifiés,à la distribution des exemples dans la base.

La miseà jour deη dans l’équation 4.8 propos´ee par Krishnapuram et Keller ressemble `a la
miseà jour deσ dans l’équation 4.16 de l’H-EM.

Ensuite le calcul defA(xj ; pi) est strictement ´equivalentà celui des C-moyennes floues :

fA(xj ; pi) =
s(xj ; pi)

∑C
k=1 s(xj ; pk)

(4.19)
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Chapitre 4. Modélisation de la variabilité

4.3.7 Discussion

Les algorithmes d´ecrits ci-dessus utilisent tous la mˆeme structure g´enérale mais les mesures de
distances, de similitude et de normalisation sont diff´erentes et leur comportements se distinguent
significativement. Les crit`eres de distinction sont :

– somme des valeurs d’appartenance ´egaleà un
– adaptation de la taille (est-ce que l’algorithme adapte seulement les positions ou aussi la

largeur de chaque prototype ?)
– variable la plus stable. (quelle est la variable suppos´ee la plus stable : le nombre d’exemples

dans chaque classe ou la taille de chaque classe dans l’espace des attributs ?)
– coı̈ncidence (est-ce que les classes peuvent co¨ıncider ?)
– influence d’exemples extrˆemes (quelle est l’influence des exemples qui sont tr`es loin des

autres exemples ?)
Le tableau 4.1 r´esume les caract´eristiques des algorithmes de regroupement.

hs= 1 flou adapte taille coı̈ncidence de
classes

influence d’exemples
extrêmes

CM oui non non jamais sur une classe
FCM oui oui non parfois sur toutes les classes
PCM non oui possible souvent faible
k-NN oui non oui jamais faible
EM non oui oui parfois faible

TAB. 4.1 – Comparaison des m´ethodes de regroupement

L’ensemble des algorithmes bas´es sur la minimisation d’une ´energie par it´eration est sensible
à l’initialisation, mais la pr´ecision requise est diff´erente pour les diff´erentes approches. Plusieurs
auteurs proposent par exemple d’utiliser les r´esultats du FCM pour initialiser le PCM puisque ce
dernier demande une initialisation plus pr´ecise que le FCM.

Le choix d’un des algorithmes de regroupement s’appuie sur quelques caract´eristiques du
problème que nous nous posons :

– Nous poss´edons une bonne initialisation pour un certain nombre de classes, celles qui
sont suffisamment importantes pour que l’algorithme H-EM les trouve dans le bon ordre
indépendamment des variations locales dans une image.

– Nous avons une bonne id´ee du nombre d’´eléments dans chaque classe. Celui-ci doit ˆetreà
peu prèségal au nombre d’images.

Pour notre probl`eme de regroupement des composantes identifi´ees par les histogrammes des
attributs, nous avons utilis´e l’algorithme FCM parce qu’il repr´esente un bon compromis dans le
sens o`u il permet de r´epartir des exemples sur plusieurs classes et en mˆeme temps d’´eviter la
coı̈ncidence de plusieurs classes.

Le fait que l’algorithme FCM donne des valeurs d’appartenance similaires `a toutes les classes
pour les exemples loin de tous les centres des classes ne pose pas de difficult´e dans notre applica-
tion, puisque les valeurs d’appartenances pour chaque exemple ne sont pas aussi importantes que
les centres des classes qui servent comme prototype dans la suite.

Comme attributs pour chaque composante, nous avons, en plus depi ;µi ;σi, le pourcentage
d’exemples qui se trouvent au dessus de la valeur modale dans tout l’histogramme et le pourcen-
tage du poids de la composante par rapport `a l’histogramme total.

Après l’algorithme FCM, les composantes qui repr´esentent la mˆeme partie de l’histogramme
sont dans la mˆeme classe mais les param`etres des composantes ne sont pas constants `a l’intérieur
de la classe.
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4.4 Création d’un prototype

4.4 Création d’un prototype

Les composantes identifi´ees dans toutes les classes et tous les exemples de la base d’appren-
tissage sont utilis´ees pour construire des prototypes pour la description des modes dans les histo-
grammes. C’est ce prototype qui sert `a définir un ordre unique des composantes et les d´ecrire avec
leurs valeurs centrales et leur variabilit´e.

4.4.1 Prototype sans interactions

Si les composantes sont consid´erées comme ind´ependantes entre elles, on peut d´ecrire le pro-
totype des composantes par une valeur centrale et une variance. Un cas simple consiste `a utiliser
encore une fois une gaussienne pour mod´eliser la distribution des valeurs des param`etres. Cette
démarche est repr´esentée sur la figure 4.5 : les pixels de toutes les images sont s´eparés selon leur
classe. Ensuite, le m´elange des gaussiennes est construit pour mod´eliser la distribution globale.
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FIG. 4.5 – Création d’un prototype sans interaction

Lors de l’utilisation, l’adaptation de ce prototype `a l’histogramme de l’image courante peu se
faire avec une version modifi´ee de l’algorithme EM.

4.4.2 Algorithme EM avec prototype (P-EM)

Une manière simple d’utiliser un prototype pour la param´etrisation de l’histogramme d’un
attribut est de le prendre comme initialisation de l’algorithme EM. Cette d´emarche ne permet pas
de prendre en compte la grandeur de la variabilit´e, c’est-à-dire qu’aucune limite n’est impos´eeà
l’algorithme EM pour la distance d’adaptation des composantes relatives au prototype.

Une autre possibilit´e est d’intégrer un poids dans l’´etape M, ce qui p´enalise la distance entre
le prototype et les composantes pendant l’it´eration (algorithme P-EM). Cette p´enalisation peut
être interprétée comme un facteur de vitessevk d’adaptation des composantes vers l’histogramme
d’une part et vers le centre du prototype d’autre part.

étape E

(miseà jour deλki)

λ(m)ki =
p(m�1)

k �g(xi ;µ
(m�1)
k ;σ(m�1)

k )

∑K
j=1 p(m�1)

j �g(xi ;µ
(m�1)
j ;σ(m�1)

j )
(4.20)
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Ensuite les m´elanges eux-mˆemes sont mis `a jour à partir des exemples pond´erés parλ avec une
vitesse qui d´epend du prototype.

étape M

On détermine la vitesse 0< vk < 1 de la mise `a jour de la composantegk en fonction de la
similarité S(gk; ĝk) entre cette composante et la composante correspondante ˆgk du prototype. Plus
la similarité entre la composante actuelle et celle du prototype est grande plus la vitesse de la mise
à jour estélevée :

v(m)k = S(gk;gkproto) (4.21)

Mise à jour depk;µk;σk en prenant en compte la vitessevk.

p(m)k = v(m)k �
N

∑
i=0

λ(m)ki +(1�v(m)k ) � p(m�1)
k (4.22)

µ(m)k = v(m)k � ∑N
i=0 λ(m)ki xi

p(m)k

+(1�v(m)k ) �µ(m�1)
k (4.23)

σ(m)
k = v(m)k �

vuut∑N
i=0 λ(m)ki (xi �µ(m)k )2

p(m)k

+(1�v(m)k ) �σ(m�1)
k (4.24)

avec :

µk moyenne de la gaussiennek

σk écart-type de la gaussiennek

pk poids de la gaussiennek

λki compatibilité de l’exemplei avec la gaussiennek

Dans le cas d’un prototype dont les variations des param`etres sont elles-mˆemes des gaus-
siennes, il est possible de montrer que l’algorithme P-EM d´ecrit ici estéquivalentà maximiser
la probabilité globale pour tous les pixels connaissant la probabilit´e a priori décrite par ces gaus-
siennes (voir annexe B).

Interpr étation comme minimisation d’́energie

Une autre interpr´etation de la m´ethode d’adaptation du prototype par l’algorithme P-EM est
celle d’une minimisation d’une fonction d’´energieE(Φ;Φ0) qui se décompose en deux parties :

Eint l’ énergie interne, qui d´ecrit l’éloignement de la position actuelleΦ de la position typique
du prototypeΦ0.

Eext l’ énergie externe, qui d´ecrit l’éloignement de la forme de la distribution actuelle `a l’his-
togramme de l’exemple.

Le minimisation qui est r´ealisée par l’algorithme P-EM est celle de la somme des deux ´energies :
E(Φ;Φ0) = Eint(Φ;Φ0)+Eext(Φ)

Les limites d’un prototype sans interactions

Le prototype sans interactions donne les positions et les variations typiques des composantes
trouvées dans l’histogramme. Dans notre algorithme P-EM, ces composantes sont adapt´eesà l’his-
togramme actuel ; par contre, cette repr´esentation ne permet pas de prendre en compte, dans
l’adaptation d’une des composantes, les adaptations d´ejà effectuées dans d’autre composantes.
Cela peut poser des probl`emes si l’histogramme est tr`es décalé par rapport `a sa valeur typique.
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4.4 Création d’un prototype

L’exemple de la figure 4.6 montre l’adaptation d’un prototype sur un histogramme d´ecalé. A la
place d’une adaptation de toutes les composantes dans leur ensemble, quelques composantes sont
modifiées en taille et les autres sont utilis´ees pour expliquer ‘le reste’ de l’histogramme. Pour le
premier histogramme, le mode principal est mod´elisé avec les composantes 1, 2, 3 et 4, tandis que
pour le second histogramme de l’exemple, ce sont les composantes 1, 4, 6 et 7 qui sont mobilis´ees.
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FIG. 4.6 – Limites d’un prototype sans interactions : les composantes sont ´echang´ees

Pour resoudre ce probl`eme, il est int´eressant d’inclure un mod`ele d’interactions entre les com-
posantes du prototype.

4.4.3 Prototype avec interactions

L’id ée des prototypes avec interactions est que les composantes qui d´ecrivent l’histogramme
peuvent s’adapter `a l’histogramme mais qu’elles gardent toujours une certaine position et une cer-
taine forme relative les unes par rapport aux autres. La n´ecessit´e d’inclure cette interaction devient
plus évidente quand la forme typique des densit´es dans l’histogramme n’est pas une gaussienne.
Dans ce cas, la forme peut ˆetre estim´ee par des composantes gaussiennes avec toute la pr´ecision
souhaitée si le nombre des composantes pour l’approximation n’est pas limit´e. Par exemple, si
l’histogramme respecte toujours une forme triangulaire sym´etrique dont la position et la largeur
varient, toutes les composantes qui sont utilis´ees pour l’estimation subissent les mˆemes transla-
tions et le même changement de largeur.

Pour inclure ces d´ependances entre les param`etres des composantes dans le prototype, il est
nécessaire de trouver un mod`ele. La dépendance peut ˆetre décrite par l’intermédiaire de la fonc-
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tion d’énergie interneEint(Φ;Φ0) du prototype. L’énergie interne doit ˆetre minimale pour les
combinaisons de param`etres qui sont typiques, et de plus en plus ´elevée lorsque les param`etres
s’éloignent des combinaisons courantes.

4.4.4 Mod́elisation des interactions

Parmi toutes les interactions qui peuvent exister entre les composantes, il faut faire un choix
pour définir le modèle qui sera utilis´e dans l’algorithme de classification adaptative. Pour un
modèle donné, l’estimation des param`etres peut se faire par r´egression sur la base d’apprentis-
sage. Si le mod`ele choisi est trop simple, ces param`etres ne permettent pas d’exprimer les liens
plus complexes qui peuvent exister entre les composantes. Si le mod`ele est trop complexe, une
grande base de donn´ees est n´ecessaire pour estimer les param`etres avec une bonne pr´ecision lors
de l’apprentissage.

Modèle linéaire complet

Une relation linéaire est un mod`ele simple permettant de d´ecrire la relation entre les compo-
santes de deux histogrammes. Le mod`ele linéaire complet prend en compte toutes les interactions
linéaires possibles, mˆeme entre les diff´erents types de param`etresp;µ et σ. Dans notre cas, nous
allons appliquer le mod`ele linéaire aux variations des param`etres autour des valeurs typiques :

∆Φ = Φ�Φ0 (4.25)

Chaque variation est donc d´ecrite par une combinaison lin´eaire de toutes les autres composantes.
Sur la figure 4.7, ceci est illustr´e pour le lien entre deux param`etres seulement, bien que, dans
le modèle linéaire complet, la d´ependance entre chaque paire de param`etres soit d´eterminée. La

p1

p2

FIG. 4.7 – Régression pour d´eterminer le lien lin´eaire entre deux param`etres

figure 4.7 montre ´egalement que ce mod`ele se limite aux liens lin´eaires bien que des liens plus
complexes puissent exister.

Si nous regroupons toutes les interactions dans une matriceA, une dépendance lin´eaire parfaite
est décrite par :

A �∆Φ = 0 (4.26)

En pratique, les composantes ne sont jamais parfaitement align´ees sur une droite et il est donc
nécessaire de permettre un ´ecart par rapport `a ce mod`ele idéal. Nous pouvons donc choisir comme
énergie interneEint, l’erreur quadratique par rapport `a la droite définie par (4.26). Nous avons
alors :

Eint(Φ;Φ0) = (A �∆Φ)2 (4.27)
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Pour prendre en compte le fait que le mod`ele linéaire est plus pertinent pour certains param`etres
et moins pour d’autres, les erreurs peuvent ˆetre pond´erées par la variance Ri mesurée pendant
l’apprentissage :

Eint(Φ;Φ0) = (A �∆Φ)T �Ri �A �∆Φ (4.28)

Modèle linéaire décompośe

Dans la plupart des applications, ce mod`ele est trop g´enéral. Il suffit souvent de consid´erer
uniquement des interactions entre les param`etres du mˆeme type. Un mod`ele linéaire décompos´e
ne prend pas en compte les interactions entre les poids, les moyennes et les ´ecart-types. Nous
obtenons donc trois ´equations lin´eaires s´eparées :

Ap � (~p�~p0) = 0 (4.29)

Aµ � (~µ�~µ0) = 0 (4.30)

Aσ � (~σ�~σ0) = 0 (4.31)

Avec ce mod`ele, l’énergie interne se d´ecompose ´egalement en trois termes :

Eint(Φ;Φ0) = jAp � (~p�~p0)j2+
��Aµ � (~µ�~µ0)

��2+ jAσ � (~σ�~σ0)j2 (4.32)

Avec un modèle plus réduit, une base de donn´ees plus restreinte est suffisante pour avoir une
bonne estimation de leur valeurs. En contrepartie, certains liens entre les largeurs et les positions
des composantes ne peuvent pas ˆetre décrits.

Les param`etres ai; j doivent être estim´es à partir des composantes trouv´ees pour chaque
exemple de la base d’apprentissage avec une m´ethode de r´egression.

4.4.5 Apprentissage des interactions

La modélisation des interactions peut avantageusement utiliser comme premi`ere étape
une modélisation avec un prototype sans interaction (figure 4.8). Cette d´emarche profite du
réajustement de l’algorithme P-EM pour extraire les variations autour d’un prototype d´ejà établi
dans la premi`ere phase.

Pour trouver la matrice des interactionsA, on minimise l’erreur quadratique du mod`ele linéaire
sur toutes les imagesj de la base d’apprentissage :

J

∑
j=1

��A �∆Φ j
��2 !min (4.33)

Si, pour les param`etres (∆Φ j ) de chaque imagej, les résidus de l’approximation statique sont
assembl´es dans une matriceMΦ, le critèreà minimiser pour trouver la matrice des interactionsA
peutégalement ˆetre reformulé :

K

∑
k=1

jMΦAkj2 !min (4.34)

où Ak est lak-ème colonne de la matrice A. Ce vecteur d´ecrit les interactions entre lek-ème
élément deΦ et tous les autres ´eléments.

La régression pour ce syst`eme linéaire peut ˆetre réalisée avec une des approches bien connues,
comme la m´ethode des moindres carr´es avec comme interm´ediaire, la matrice caract´eristique. Le
minimisation revient alors `a résoudre un syst`eme d’équations lin´eaires. Dans l’application d´ecrite
au chapitre suivant, nous avons choisi une r´ealisation bas´ee sur une d´ecomposition en valeurs
singulières(DVS) qui facilite l’analyse de l’erreur lors de la r´egression [Pre92].
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FIG. 4.8 – Création d’un prototype avec interaction

4.4.6 Algorithme P-EM avec interactions

Pour utiliser la connaissance des interactions entre les composantes de la description pa-
ramétrique, dans l’approximation d’un nouvel histogramme, l’algorithme P-EM doit ˆetre modifié.
Puisque les composantes sont li´ees entre elles par le prototype avec interactions, les param`etres
Φ ne peuvent plus ˆetre calculés indépendamment. Nous proposons d’ajouter une ´etapeP à l’algo-
rithme qui prend en compte le prototype et lie entre eux les param`etres des composantes.
Après l’apprentissage, les param`etres suivants ont ´eté estimés :

– Φ0 position typique du prototype
– Re variance du prototype statique autour deΦ0

– A matrice des interactions
– Ri variance du prototype avec interactions autour de la droiteAΦ = 0
Pour simplifier les calculs nous allons noterB la matrice qui lie les valeurs des composantes

par l’énergie interne. Cette matrice donne la modification `a appliquer au vecteur des param`etres
∆Φ pour réduire l’énergie interne.B est calculéeà partir des param`etres estim´es pendant la phase
d’apprentissage :

B =
�
R�1

e +ATR�1
i A

��1
(4.35)

Dans le cas du mod`ele décompos´e nous obtenons :

Bp =
h
R�1

ep
+AT

pR�1
i p

Ap

i�1
(4.36)
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Bµ =
h
R�1

eµ
+AT

µ R�1
iµ Aµ

i�1
(4.37)

Bσ =
�
R�1

eσ +AT
σR�1

iσ Aσ
��1

(4.38)

Avec cette notation, les ´etapes de l’algorithme sont alors :
� étapeE : calculer lesλki

� étapeM : calculerΦ en minimisant l’énergie externe
� étapeP : calculerΦ en minimisant l’énergie interne :

– soustraire le centre du prototype :
�
Φ(m�1)�Φ0

�
– appliquer l’énergie interne :B

�
Φ(m�1)�Φ0

�
– ajouter le centre du prototype :Φ(m) = B

�
Φ(m�1)�Φ0

�
+Φ0

Décrites de cette mani`ere, les ´etapesE et M sontéquivalentes `a celles de l’algorithme EM stan-
dard, c’est-`a-dire qu’elles minimisent l’´energie externe entre la position des composantes et l’his-
togramme. L’étapeP réduit l’énergie interne qui d´ecrit les positions des composantes les unes par
rapports aux autres.
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Chapitre 5

Construction des fonctions
d’appartenanceà partir d’un
histogramme

Dans les chapitres pr´ecédents, nous avons vu comment la distribution des densit´es d’exemples
peut être estim´ee et comment la variabilit´e peutêtre modélisée. Dans ce chapitre, nous allons
regarder les diff´erentes possibilit´es pour passer de la description des densit´es d’exemples `a des
fonctions d’appartenance.

Pour choisir la bonne m´ethode de transformation des densit´es d’exemples en des fonctions
d’appartenance, il y a deux parties `a considérer : la fac¸on dont les densit´es sont obtenues et le
raisonnement que l’on veut appliquer dans la suite.

5.1 La base d’apprentissage

Les bases d’apprentissage, pour la d´etection et la classification d’objets dans le traitement
d’images, sont souvent constitu´ees de la base d’images elle-mˆeme, enrichie avec les annotations
d’experts. A titre d’illustration, une image de mammographie qui contient une l´esion est montr´ee
sur la figure 5.1. L’expert peut, par exemple, avoir entour´e des parties de l’image pour montrer la
présence et la localisation des objets `a détecter, comme sur la figure 5.1 `a droite.

Dans le cadre d’un raisonnement probabiliste, le contour est consid´eré comme le vrai contour
de l’objet dans l’image. Autrement dit, tous les pixels `a l’intérieur de la zone d’int´erêt ont une
valeur d’appartenance `a la classepixel de l’objetà détecterégaleà l’unité, et tous les autres ont
une valeur ´egaleà zéro. Cela est illustr´e sur la figure 5.2.

La base d’apprentissage est utilis´ee pour estimer la fr´equence d’apparition des classes en fonc-
tion des valeurs d’attributs. Dans le raisonnement bay´esien, la probabilit´e de se tromper, quand on
prend une d´ecision bas´ee sur les attributs, est d´eterminée. Un coˆut peutêtre associ´e à chaque bonne
ou mauvaise classification, ce qui permet de d´efinir un risque total (coˆut multiplié par la fréquence
d’apparition). L’objectif est alors de minimiser ce risque total.

L’utilisation des sous-ensembles flous permet d’´elargir les possibilit´es du raisonnement. Le
contour donn´e par l’expert n’est plus interpr´eté comme le bord d’une zone dont la valeur d’appar-
tenance de tout pixel est ´egaleà l’unité. Il délimite une zone dans laquelle la plupart des pixels
appartient `a l’objet à détecter. En cons´equence, les valeurs d’appartenance ne sont plus binaires,
mais comprises entre z´ero et un.

Pour une base d’apprentissage compos´ee d’images, il se pose le probl`eme de d´eterminer les
fonctions d’appartenance pour chacun des points de l’image. Cette information peut rarement ˆetre
obtenue en interrogeant l’expert, puisque la quantit´e d’informationsà fournir pour cela est ´enorme.
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FIG. 5.1 – Image de mammographie et annotations

FIG. 5.2 – Fonction d’appartenance non floue pour le raisonnement probabiliste
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5.2 Fonctions d’appartenance géométriques

Les fonctions d’appartenance doivent donc ˆetre reconstruites `a partir de l’information que l’expert
peut fournir, par exemple, `a partir de contours des zones d’int´erêt.

Cette reconstruction des fonctions d’appartenance n’est pas unique et la m´ethode utilisée doit
dépendre des hypoth`eses que l’on peut apporter au probl`eme. Dans la suite, nous allons montrer
plusieurs types de raisonnement et en d´eduire la fac¸on de calculer les fonctions d’appartenance.

5.2 Fonctions d’appartenance ǵeométriques

Si l’on suppose connue la largeur de la zone de transition entre les classes sur l’image, il est
possible d’estimer les fonctions d’appartenance de mani`ere purement g´eométrique, sans prendre
en compte les valeurs d’attributs. Un exemple pour ce type de raisonnement est de consid´erer le
contour, comme ´etant l’alpha-coupe de la fonction d’appartenance. On calcule alors une fonction
de distance vers l’ext´erieur et vers l’intérieur du contour par des dilatations et ´erosions successives.
La fonction d’appartenance peut donc ˆetre une fonction de la distance (avec signe) au contour.

FIG. 5.3 – Fonction d’appartenance g´eométrique

Cette approche est applicable si l’expert peut tracer des contours avec une certaine pr´ecision
qui est a priori connue. Pour le contour montr´e précédemment, la fonction d’appartenance
construite de cette mani`ere est illustr´ee sur la figure 5.3.

5.3 Fonctions d’appartenance probabilistes

Le but final de la construction des fonctions d’appartenance pendant l’apprentissage est la
classification de nouveaux exemples en utilisant ces fonctions. Autrement dit, les valeurs d’appar-
tenance `a chaque classe pour chaque pixel de la base d’apprentissage ne sont pas indispensables
si l’on connaˆıt une méthode pour calculer directement les valeurs d’appartenance en fonction des
attributs.

Les informations connues de la base d’apprentissage, autres que les relations g´eométriques,
sont les valeurs des attributs et la position `a l’intérieur ouà l’extérieur du contour dessin´e par
l’expert. Dans le cas le plus g´enéral (mais sans prendre en compte la g´eométrie), nous avons donc
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l’histogramme des points `a l’intérieur et l’histogramme des points `a l’extérieur du contour pour
construire la fonction d’appartenance sur l’espace de tous les attributs.

Un raisonnement possible pour construire une fonction d’appartenance `a partir d’un contour
donné, est de d´efinir une fonction entre le rapport des nombres de points `a l’intérieur du contour
h1(a) et le nombre totale de pixelsh1(a)+h2(a) avec les mˆemes valeurs d’attributsa.

fc1 (h1(a);h2(a);a) = F1

�
h1(a)

h1(a)+h2(a)

�
(5.1)

fc2 (h1(a);h2(a);a) = F1

�
h2(a)

h1(a)+h2(a)

�
(5.2)

Si la fonctionF1 est l’identité, nous retrouvons des fonctions d’appartenance probabilistes. Ce
choix fait que les fonctions d’appartenance sont calcul´ees exactement comme des probabilit´es dans
le cas non flou ; ce qui ne veut pas forc´ement dire que, dans la suite, les op´erateurs d’agr´egation
doivent suivre le raisonnement bay´esien (op´erateur produit pour la conjonction). Un exemple pour
un raisonnement qui n´ecessite une fonctionF1 diff érente de l’identit´e est donn´e dans la section
5.5.

5.4 Fonctions d’appartenance de surface

Dans ce paragraphe, nous pr´esentons un raisonnement qui prend en compte la fac¸on dont les
contours sont obtenus en interrogeant l’expert.

Quand l’expert trace le contour d’un objet compliqu´e sur une image, comme pour l’exemple
présenté dans la deuxi`eme partie de ce travail - les l´esions en mammographie - il ne va
généralement pas pouvoir le tracer avec une pr´ecision extrême. Même pour une structure qui
pourraitêtre caract´erisée par un fonction d’appartenance non floue comme la structure de la figure
5.4 à gauche, l’expert a tendance `a simplifier ou bien `a généraliser en donnant un contour comme
celui de la figure 5.4 `a droite.

FIG. 5.4 – Contour trac´e par l’expert
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5.5 Fonction d’appartenance basée sur la détectabilité

A proprement parler, le contour ne satisfait ni les conditions demand´ees pour faire une clas-
sification bayésienne (puisque les points `a l’intérieur du contour ne sont pas tous enti`erement
membres de la mˆeme classe), ni les conditions pour construire des fonctions d’appartenance pure-
ment géométriques (puisque le contour ne repr´esente pas une valeur d’appartenance donn´ee).

Pour établir une nouvelle m´ethode de construction des fonctions d’appartenance `a partir de
ces contours approximatifs, nous allons supposer que l’expert a essay´e de tracer un contour qui
représente une alpha-coupe ( seuilα1 ) de la vraie fonction d’appartenance, et qu’il a simplifi´e ce
contour. Nous supposons que la simplification est faite de telle mani`ere que l’aire de la r´egion qui
a une valeur d’appartenance au-dessus du seuilα1, mais qui est rest´eeà l’extérieur du contour `a
cause de la simplification, est ´egaleà l’aire de la région qui a une valeur d’appartenance en dessous
du seuilα1 mais qui est rest´eeà l’intérieur du contour. Cela est indiqu´e dans la figure 5.4 `a droite
par le fait que le contour simplifi´e coupe en deux l’aire de lamauvaise classification.

Pour formaliser cette hypoth`ese d’un mani`ere générale, les valeurs d’appartenance sont fonc-
tion de quatre param`etres. Ces param`etres correspondent aux aires des points class´es correctement
ou incorrectement pour les deux classes, si l’on applique une classification binaire avec un seuils,
sur les histogrammesh1 eth2 des deux classes.

a1;1(s) =

Z s

�∞
h1(b)db éléments de la classe 1 class´es correctement (5.3)

a1;2(s) =

Z +∞

s
h1(b)db éléments de la classe 1 class´es dans la classe 2 (5.4)

a2;1(s) =
Z s

�∞
h2(b)db éléments de la classe 2 class´es dans la classe 1 (5.5)

a2;2(s) =
Z +∞

s
h2(b)db éléments de la classe 2 class´es correctement (5.6)

fc1(s) = F3(a1;1(s);a1;2(s);a2;1(s);a2;2(s)) (5.7)

Dans le cas plus sp´ecifique cité au début de cette section o`u l’on considère uniquement les
aires des fausses classificationsa1;2(s) eta2;1(s), on pourrait par exemple choisir :

fc1(s) =
a1;2(s)

a1;2(s)+a2;1(s)
(5.8)

fc2(s) =
a2;1(s)

a1;2(s)+a2;1(s)
(5.9)

Ce faisant, on introduit une d´ependance lin´eaire entre les rapports des aires et la valeur d’apparte-
nance. Les fonctions d’appartenance construites de cette mani`ere sont monotones. Cette m´ethode
est bien adapt´ee pour construire des fonctions d’appartenance d´ecrivant des zones de transition
entre deux classes. Dans le cas d’un histogramme multimodal, o`u il existe plusieurs zones de tran-
sitions, il est utile de s´eparer les histogrammes entre les maxima, d’appliquer la construction des
fonctions d’appartenance sur chaque zone de transition s´eparément, et ensuite d’agr´eger les fonc-
tions résultantes avec des conjonctions s’il y a plusieurs zones de transition sur le mˆeme maximum,
ou des disjonctions s’il y a plusieurs maxima pour la mˆeme classe.

5.5 Fonction d’appartenance baśee sur la d́etectabilité

Une autre situation couramment rencontr´ee, lorsqu’on utilise les annotations de l’expert sur
l’image, est celle o`u la partieà détecter est entour´ee d’une mani`ere très large. Sp´ecialement pour le
marquage des l´esions en mammographie, les experts ont tendance `a marquer la zone `a prélever lors
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d’une opération, plutôt que le signe `a détecter. Cette zone plus large contient le signe `a détecter,
mais aussi une grande partie de tissu normal. Pour un syst`eme de d´etection, il s’agit donc plus
d’une zone d’intérêt que d’une d´elimitation du signe `a marquer. Le but de la d´etection n’est pas
de trouver la zone indiqu´ee par l’expert, mais de trouver un marqueur pour le signe anormal `a
l’int érieur de cette zone.

Afin de traduire cette description du probl`eme en une m´ethode de normalisation pour la
création des fonctions d’appartenance, nous allons utiliser la notion de d´etectabilité. Une zone
est détectable si il existe au moins un attribut par lequel le nombre de zones dans l’image avec
des valeurs d’attribut similaires est faible. Cette d´etectabilité peutêtre définie comme la proba-
bilit é de trouver un ´elément de la classe `a détecter, pour une valeur donn´ee des attributs. Nous
nous retrouvons donc dans le cas d´etaillé dans la section 5.3, mais avec une fonctionF1 diff érente.
Si nous supposons que dans la zone d´elimitée par l’expert se trouve au moins un point qui est
complètement suspect, la fonctionF1 doit fournir des fonctions d’appartenance normalis´ees. D’un
autre côté, nous ne recherchons pas tous les points dans la zone d´elimitée. Cela peut ˆetre traduit
de différentes mani`eres, en fonction de ce que l’on consid`ere le plus constant :

– la détectabilité minimale
– le pourcentage de surface dans la zone marqu´ee qui est d´etectable

Dans le premier cas, la fonction d’appartenance est nulle pour toutes les valeurs d’attributs pour
lesquelles la d´etectabilité est en dessous d’un seuil. Dans le deuxi`eme cas, les valeurs d’attributs
sont ordonn´ees selon leur d´etectabilité et seuls les premiersn pourcents sont non nuls.

5.6 Un exemple

Pour illustrer le comportement des diff´erentes m´ethodes de normalisation permettant l’obten-
tion des fonctions d’appartenance, nous les appliquons au probl`eme de la d´etection des l´esions
en mammographie qui est pr´esenté dans la deuxi`eme partie. Nous consid´erons ici uniquement un
attribut très simple : le niveau de gris de l’image originale.

La figure 5.5 montre une image de mammographie, avec une l´esion et une annotation ajout´ee
par un médecin pour montrer la position de la l´esion. Puisque la l´esion est stellaire, le m´edecin
a entouré la lésion très large pour inclure toutes les pointes rayonnantes autour du noyau de la
lésion. Les histogrammes de l’attributniveau de grispour les régionsà l’intérieur et ext´erieur au
contour, sont trac´es sur la figure 5.6. Le noyau de la l´esion est plus clair (ici repr´esenté par un
niveau faible) que le reste de l’image, mais puisque l’ensemble de la r´egion entour´ee ne contient
pas seulement le noyau, l’histogramme de la r´egion marqu´ee se recouvre avec l’histogramme des
zones normales.

La figure 5.7 montre le r´esultat des trois m´ethodes de normalisation pr´esentées sous la forme
de fonctions d’appartenance et sous forme d’images des valeurs d’appartenance `a la classeobjetà
détecter.

Les hypothèses requises pour les deux premi`eres méthodes ne sont pas bien respect´ees dans la
façon dont le médecin a trac´e le contour.

Pour les fonctions d’appartenance probabilistes (`a gauche sur la figure 5.7), la surface `a
l’int érieur du contour qui n’appartient pas au noyau de la l´esion augmente la plage des niveaux
de gris qui sont dans le support de la fonction d’appartenance. Le fait qu’il n’y ait pas de niveau
de grisà l’intérieur de la lésion qui n’existe pas aussi `a l’extérieur, se traduit, dans la fonction
d’appartenance probabiliste, par le fait qu’elle n’est pas normalis´ee.

Les fonctions d’appartenance de surface sont un peu plus s´electives et d´efinissent légèrement
mieux la frontière des deux classes. Mais l’hypoth`ese selon laquelle le contour trac´e correspond au
contour de la 0,5-coupe simplifi´ee, n’est pas justifi´ee. Le fait que le contour trac´e par le médecin
contient le noyau de la l´esion et toute la zone du tissu environnant dans lequel se trouvent les
spicules (fibres qui rayonnent du centre de la l´esion), se traduit dans une extension de la fonction
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5.6 Un exemple

(a) (b)

FIG. 5.5 – Image de la base DDSM cancer10 (a) avec l’annotation (b)
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FIG. 5.6 – Histogramme de l’attribut des pixels `a l’intérieur età l’extérieur du contour
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fonction d’appartenance
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FIG. 5.7 – Comparaison des m´ethodes de normalisation

d’appartenance vers des valeurs de gris plus ´elevées (plus sombres). Appliqu´e à l’image d’origine,
les valeurs d’appartenance d’une grande partie de la zone glandulaire sont relativement ´elevées
(voir la partie centrale de la figure 5.7). Pour obtenir des fonctions d’appartenance plus sp´ecifiques
au noyau de la l´esion, le contour trac´e par le médecin devrait plutˆot être interprété comme le
support de la fonction d’appartenance.

Dans un but de d´etection, la troisi`eme méthode est tr`es intéressante, parce qu’elle combine
l’information du médecin sur la position de la zone suspecte avec les caract´eristiques uniques de
cette zone par rapport au reste de l’image. La partie de l’univers des niveaux de gris retenue par
cette méthode correspond au noyau qui est la partie la plus facilement distinguable dans cette
image.
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Chapitre 6

Un nouvel algorithme de classification
floue adaptative

Dans la premi`ere partie de cette th`ese, nous avons d´ecrit les différentséléments d’une nouvelle
méthode de classification floue adaptative. Cette m´ethode s’adresse aux probl`emes de classifica-
tion :

– qui nécessitent un traitement de l’incertitude
– dont les attributs sont soumis `a une variabilité qui provient de variables non contrˆolées
– dont la position des classes dans l’espace des attributs doit ˆetre apprise `a partir d’une base

d’exemples
– pour lesquels l’ensemble des donn´ees d’un nouvel exemple contient des informations sur le

contexte, qui peut donc aider `a réduire les effets de la variabilit´e.
Une grand nombre d’applications en traitement d’images satisfait `a tous ces crit`eres. Dans ce
chapitre, nous allons d’abord r´ecapituler la chaˆıne complète de classification que nous proposons
pour ces probl`emes (figure 6.1). Ensuite, nous pr´esentons les r´esultats d’une premi`ere validation
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FIG. 6.1 – Classification floue adaptative

de la méthode appliqu´eeà une base de donn´ees synth´etique. Finalement, nous montrons des liens
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intéressants avec les mod`eles de Markov cach´es.

6.1 Lesétapes de la classification floue adaptative

Nous consid´erons dans ce chapitre le probl`eme de classification de tous les pixels des images
en deux classes. Pour la base d’apprentissage, nous supposons que la vraie classe est connue pour
chaque pixel. Dans la pratique, cela est souvent r´ealisé en demandant `a un expert de marquer les
zonesà détecter ou d’indiquer les classes `a attribuer sur diff´erentes parties de l’image.

6.1.1 Calcul des attributs

La premièreétape est commune `a tous les syst`emes de classification en traitement d’images :
le calcul des attributs. Le calcul des attributs est effectu´e sur la base d’apprentissage et ´egalement
pour tous les exemples de test ou de l’utilisation.

Pour la phase d’apprentissage, les histogrammes de chaque attribut sont calcul´es pour chaque
image et chaque classe.

6.1.2 Mod́elisation de l’histogramme

La deuxièmeétape est la mod´elisation des densit´es d’exemples dans l’histogramme. Pour cela
nous utilisons l’algorithme H-EM qui d´ecompose l’histogramme successivement en diff´erentes
composantes. Cela est fait pour chaque image, chaque attribut et chaque classe.

6.1.3 Mod́elisation des liens internes par ŕegression

L’estimation des liens internes se fait en deux ´etapes.
– un regroupement de composantes
– une régression des param`etres des composantes.
Le regroupement des composantes sert `a associer entre elles les composantes identifi´ees

indépendamment sur chaque image. Si les images ont des caract´eristiques communes, cela se tra-
duit en une forte concentration des composantes dans l’espace des param`etres des composantes.
Nous avons utilis´e l’algorithme des C-moyennes floues pour ce regroupement. Les param`etres des
composantes sontp;µ;σ, respectivement le poids, la moyenne et l’´ecart-type pour des compo-
santes gaussiennes.

Si les histogrammes sont suffisamment similaires d’une image `a l’autre et les composantes
suffisamment diff´erentes, l’étape de regroupement n’est pas n´ecessaire, car l’algorithme H-EM va
fournir les composantes toujours dans la mˆeme ordre. Dans le cas contraire, sp´ecialement s’il y
a deux composantes importantes bien s´eparées mais avec un poids similaire, l’algorithme H-EM
peut renverser l’ordre dans lequel il identifie les composantes. C’est pourquoi l’´etape de regroupe-
ment peut devenir n´ecessaire.

La deuxième partie est la r´egression afin de trouver un mod`ele qui décrive les liens entre les
paramètres. Nous avons utilis´e un modèle linéaire dans les exemples que nous avons test´es, mais
d’autres hypoth`eses sont possibles. Dans ce cas, une r´egression classique peut ˆetre appliqu´ee.
Nous avons choisi une m´ethode reposant sur la DVS (d´ecomposition en valeurs singuli`eres) qui
est connue pour sa robustesse num´erique ([Pre92]). Les m´ethodes de r´egression floues peuvent
également ˆetre utilisées. Cela peut permettre de limiter la zone des valeurs que les param`etres
peuvent prendre.
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6.1 Les étapes de la classification floue adaptative

6.1.4 Apprendre les classes

La modélisation des densit´es des histogrammes par des composantes et des liens entre ces
composantes, est effectu´eeà partir de la base d’apprentissage. Les composantes sont cr´eées pour
chaque classe ind´ependante, bien que le mod`ele des liens inclue les interactions entre composantes
des différentes classes. Pour une classification `a un seul attribut, il n’y a donc plus rien `a apprendre.
Pour les probl`emesà plusieurs attributs, cette m´ethode peut ˆetre appliqu´ee attribut par attribut. Par
exemple, lors de la construction d’un arbre de d´ecision flou, toutes les fonctions d’appartenance
adaptatives sont construites et celle qui maximise un crit`ere de s´eparation (voir section 6.1.6 et
dans [Mar98]) est choisie pour le nœud suivant de l’arbre. Ensuite, les fonctions d’appartenance
adaptatives sont calcul´ees pour les ´eléments dans chaque branche.

6.1.5 L’utilisation du modèle

Après la phase d’apprentissage, le mod`ele peutêtre utilisé pour la classification des nouveaux
exemples. Les mˆemes attributs que pour l’apprentissage sont calcul´es. Les histogrammes sont
alors calculés pour chaque attribut sur l’ensemble de l’image. Grˆaceà l’algorithme P-EM, les
prototypes des classes sont adapt´es aux histogrammes de l’image actuelle. Ensuite, le prototype
est normalis´e, ce qui donne les fonctions d’appartenance adapt´ees. Ces fonctions d’appartenance
peuventêtre utilisées dans des syst`emes de classification `a base de r`egles ou d’arbres de d´ecisions
flous.

6.1.6 Arbres de d́ecisions flous

Dans ce rapport, nous ne d´ecrivons pas l’ensemble de la th´eorie des arbres de d´ecision, ni
celle des arbres de d´ecision flous, mais nous donnons quelques indications pour illustrer com-
ment la gestion de la variabilit´e propos´ee peut ˆetre appliqu´eeà un classificateur. Une description
approfondie des arbres de d´ecisions flous se trouve dans [Mar98].
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FIG. 6.2 – Arbre de d´ecision flou

La figure 6.2 montre un exemple d’un arbre de d´ecisionà trois nœuds. Dans chaque nœud de
l’arbre, une d´ecision est prise en fonction d’un attribut.
Dans le cas des arbres de d´ecision classiques avec un attribut num´erique, la d´ecision est du type :
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Si la valeur pour l’attribut> seuil,alors suivre branche 1sinon suivre branche 2

En suivant les branches et en appliquant les d´ecisionsà chaque nœud, l’arbre est travers´e
jusqu’à une feuille qui repr´esente une classe.

Dans le cas des arbres de d´ecision flous, les d´ecisions ne sont plus prises sur un simple seuil
mais en calculant une mesure de similarit´e entre la valeur de l’attribut et un sous-ensemble flou.

Les décisions sont du type :

Si la valeur pour l’attributest compatible avecla modalité 1alors suivre branche 1
Si la valeur pour l’attributest compatible avecla modalité 2alors suivre branche 2

Il est possible que la condition soit satisfaite - au moins `a un certain degr´e - pour plusieurs
branches de l’arbre. La propagation de l’exemple `a travers l’arbre se fait alors dans plusieurs
branches en parall`ele et donne des degr´es de confiance pour plusieurs feuilles, et donc pour plu-
sieurs classes. Une ´etape d’agr´egation peut ensuite “d´efuzzifier” le résultat, en d´eterminant la
classe la plus probable, ou garder une repr´esentation floue pour le traitement suivant.

L’arbre de décision flou permet de prendre en compte l’impr´ecision et l’ambigu¨ıté présentes
dans les donn´ees. Il n’est pas possible de classer l’ensemble des exemples correctement `a partir
d’un seul attribut mesur´e, puisqu’il y a des zones de recouvrement entre les classes. Dans ces
zones de recouvrement, l’arbre de d´ecision flou ne prend pas une d´ecision trop tˆot, mais continue
à considérer les deux cas possibles.

L’utilisation du modèle de variabilité dans un arbre de d´ecision est repr´esentée dans la figure
6.3. Dans chaque nœud de l’arbre les fonctions d’appartenance sont adapt´eesà l’image actuelle
avant de prendre une d´ecision partielle sur les classes.
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6.2 Application à une base synthétisée

6.2 Application à une base synth́etisée

Nous avons appliqu´e la nouvelle m´ethode propos´eeà une base de donn´ees synth´etisée. L’avan-
tage d’une base de donn´ee synth´etisée est la connaissance exacte de sa composition, ce qui permet
de vérifier les résultats. Les donn´ees que nous avons synth´etisées ne repr´esentent pas des images,
mais les histogrammes des valeurs d’attributs.

6.2.1 La base de donńees

La base de donn´ees est construite en quatre ´etapes :
– Définition du modèle cach´e, notamment :A la matrice de l’interaction,Φ0 les centres des

prototypes,~r les variances des prototypes
– choisir un vecteurε au hasard avec une variancer
– inverserA �Φ = ε
– échantillonner le m´elange d´eterminé parΦ ;
En utilisant ce processus, nous retrouvons un ensemble d’histogrammes qui contiennent, pour

chacun d’entre eux, l’ensemble des composantes d´efinies par le prototype. Les composantes sont
li ées statistiquement par la matrice d’interactionA. Elles ne se d´eplacent pas ind´ependamment les
unes des autres entre les diff´erents histogrammes. Chaque histogramme repr´esente l’histogramme
qu’on aurait pu mesurer sur un attribut calcul´e sur une image.

Une base d’apprentissage de 100 exemples et une base de test de 100 exemples pour la vali-
dation ontété construites de cette mani`ere. La figure 6.4 montre les composantes pour 3 exemples
de la base. Dans la figure 6.5, les histogrammes ´echantillonnés sont visualis´es.
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6.2.2 Cŕeation d’un prototype

Dans la phase d’apprentissage, un prototype est estim´eà partir de la base d’apprentissage. Pour
cela, les composantes pr´esentes dans tous les histogrammes sont estim´ees avec l’algorithme H-
EM. Ensuite, les composantes estim´ees sont regroup´ees avec l’algorithme des C-moyennes floues.
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Puis, les interactions sont estim´ees avec une r´egression lin´eaire multidimensionelle dans l’espace
de tous les param`etres. Le r´esultat est une matriceA. Le centre du prototype qui correspond `a une
énergie interne nulle est montr´e sur la figure 6.6.
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FIG. 6.6 – Le centre du prototype utilis´e pour l’initialisation de l’algorithme P-EM

6.2.3 Evaluation sur la base de test

Une fois que le prototype avec les interactions internes a ´eté estimé, l’algorithme P-EM d´ecrit
dans le chapitre 4 est utilis´e pour adapter le prototype `a chaque exemple de la base de test. Les
résultats d’adaptation aux trois exemples montr´es ci-dessus sont visualis´es sur la figure 6.7.
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FIG. 6.7 – Résultats apr`es l’adaptation du prototype avec l’algorithme P-EM

On peut observer que les param`etres des composantes retrouv´ees sont tr`es proches des pa-
ramètres des composantes initiales qui ont servi `a la géneration des histogrammes pour ces trois
exemples, malgr´e le fait que la variabilit´e soit si importante que, pour l’exemple au milieu de la
figure 6.7, les composantes sont tr`es proches les unes des autres.

Finalement, nous avons calcul´e les courbes COR (annexe A) pour 100 cas de la base de test
en utilisant cinq m´ethodes de classification :
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idéale : Méthode de classification fictive qui utilise la connaissance de
la vraie classe pour chaque exemple dans l’histogramme pour
la décision. La valeur obtenue donne la limite sup´erieure de la
performance de la classification qui peut ˆetre obtenue en uti-
lisant uniquement cet attribut. Cette estimation est l´egèrement
optimiste, car toutes les fluctuations statistiques dans les histo-
grammes sont exploit´ees, un effet qui ne peut pas ˆetre reproduit
dans un syst`eme réel.

statique : Estimation de l’histogramme global `a travers tous les exemples
de la base. La valeur obtenue donne la limite sup´erieure des per-
formances obtenues avec une classification statique `a partir de la
base d’apprentissage. Comme dans le casidéal, la valeur obtenue
est légèrement optimiste.

mélange id́eal : Méthode de classification fictive qui utilise la connaissance de
la vraie classe pour chaque exemple dans l’histogramme pour
la décision. Les histogrammes sont d’abord mod´elisés avec un
mélange de gaussiennes, avant d’ˆetre utilisés pour la classifica-
tion. La différence par rapport `a la valeur de performance de la
méthode de classificationidéale donne une id´ee des pertes qui
sont introduites par cette approximation et de la sur´evaluation in-
troduite par cette premi`ere méthode.

mélange statique : Similaire au casstatique, mais avec les histogrammes mod´elisés
par un mélange de gaussiennes avant d’ˆetre utilisés pour la clas-
sification. Cette valeur donne un r´esultat réaliste pour un classifi-
cateur statique.

mélange adaptatif : La méthode d’adaptation des fonctions d’appartenance propos´ee.

Les résultats obtenus montrent (tableau 6.1) que la m´ethode pr´esentée peut am´eliorer les
résultats de la classification sur cette base par rapport `a une classification statique.

idéale statique mélange idéal mélange statique mélange adaptatif
0,990 0,971 0,989 0,855 0,977

TAB. 6.1 – Surface sous la courbe COR

Les résultats obtenues pour la m´ethode des fonctions d’appartenance adaptatives sont mˆeme
meilleurs que pour le cas statique id´eal, qui est d´ejà une estimation tr`es optimiste de ce qui est
réalisable avec une m´ethode de classification statique. L’estimation plus r´ealiste de la performance
d’une méthode de classification statique, qui est donn´ee dans la colonne 4 du tableau 6.1, montre
que le gain potentiel de la m´ethode propos´ee est significatif. La diff´erence entre les valeursidéales
et les valeurs pour lemélange id́eal est très faible dans notre cas, puisque les histogrammes ont
été générés à partir des m´elanges, et nous savons a priori que le mod`ele de gaussiennes est bien
adapté.

6.3 Liens avec les mod̀eles de Markov cach́es

La méthode de mod´elisation de variabilit´e que nous proposons est li´ee aux mod`eles de Markov
cachés puisque dans les deux cas il y a une partie observable (les densit´es dans les histogrammes) et
une partiecach́ee(par exemple le temps d’exposition) qui a une influence sur la partie observable.
Dans cette section, nous d´ecrivons les mod`eles de Markov cach´es pourétablir le lien avec nos
travaux.
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Les modèles de Markov cach´es sont utilis´es dans de nombreuses applications pour d´ecrire et
analyser des signaux stochastiques. L’id´ee de base des mod`eles de Markov cach´es est qu’il existe,
dans le syst`emeà analyser, une chaˆıne de MarkovXn qui décrit l’évolution du syst`eme, mais
dont l’état actuelxn n’est pas accessible. L’´etat actuel est uniquement accessible au travers des
observationsYn qui sont conditionellement d´ependantes de l’´etat actuel.

Si les variablesYn sont discrètes, on parledes mod̀eles de Markov cach́es discrets (ou dis-
crete hidden Markov models, DHMM en anglais). Si les variablesYn sont continues, on parledes
mod̀eles de Markov cach́es continus(ou continuous hidden Markov models, CHMM en anglais).

12a

11a a 22

situation cachée

observation

21a

5 6

FIG. 6.8 – Modèle de Markov cach´e discret

La figure 6.8 illustre un exemple de mod`ele Markov cach´e discret. Le syst`eme cach´e a deux
états : dans le premier il contient un d´e, dans le deuxi`eme il contient deux d´es. Le nombre de d´es
n’est pas accessible `a l’utilisateur, qui ne peut observer que la somme totale des valeurs de tous
les désYn. Les probabilités de transition entre les ´etats (un d´e/deux dés) sont repr´esentées par la
matrice A :

A =

�
a1;1 a1;2

a2;1 a2;2

�
(6.1)

La figure 6.9 illustre un exemple de mod`ele Markov cach´e continu. Le syst`eme cach´e est une
personne qui parle. Sa voix est transmise par un canal bruit´e. Le but du r´ecepteur est de retrouver
la parole envoy´ee. Le signal rec¸u a une distribution continue qui change en fonction de l’´etat du
système. Si la personne prononce un “a”, la fr´equence de la voix n’est pas la mˆeme que lorsqu’elle
prononce un “u”. Autour de cette fr´equence nominale, le r´ecepteur perc¸oit une distribution qui
vient du bruit de la transmission. La matrice de transitionA contient les probabilit´es de passage
entre les différentes syllabes.

6.3.1 Des ḿelanges interpŕetés comme mod̀eles de Markov cach́es

Un mélange de fonctions param´etriques peut ˆetre consid´eré comme un mod`ele de Markov
caché où l’ état interne cach´e représente le num´ero de la composante de laquelle l’exemple actuel
est tiré. Cette information n’est pas accessible dans le cas des fonctions d’appartenance adapta-
tives. La matrice de transition est compos´ee de la fréquence d’apparitionpi de chaque composante.
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21a
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FIG. 6.9 – Reconnaissance vocale : mod`ele de Markov cach´e continue

A =

2
64

p1 p2 � � � pn
...

...
...

p1 p2 � � � pn

3
75 (6.2)

L’algorithme le plus utilisé pour l’identification des param`etres des mod`eles de Markov cach´es,
l’algorithmeBaum-Welch, est une impl´ementation sp´ecifique de l’algorithme EM que nous avons
utilisé pour l’estimation des param`etres des m´elanges.

Les propriétés de l’algorithme EM et des mod`eles de Markov ont ´eté analys´ees par plusieurs
auteurs (une synth`ese se trouve dans [Cou96-1]). Grˆaceà l’équivalence entre les mod`eles de Mar-
kov et les mélanges de composantes, toutes les propri´etés des mod`eles de Markov s’appliquent
aussi au probl`eme de l’estimation des composantes avec l’algorithme EM.

La modélisation des liens entre les composantes, que nous avons propos´ee en utilisant une
régression, peut ˆetre interprétée comme l’estimation d’une variable cach´ee suppl´ementaire qui
caractérise l’image dans son ensemble. Cette variable en elle-mˆeme modifie la position et la forme
des densit´es de probabilit´e de chaque composante.

6.4 Conclusion

Dans cette premi`ere partie, nous avons discut´e des m´ethodes de construction des fonctions
d’appartenance pour la classification. Nous nous sommes sp´ecialement int´eress´es aux probl`emes
de classification appliqu´es au traitement d’images pour lesquels la variabilit´e entre images est
importante. Nous avons montr´e que la variabilit´e peut dégrader s´erieusement le pouvoir de discri-
mination des attributs quand elle est prise en compte uniquement comme incertitude pendant la
phase de construction des fonctions d’appartenance.

Nous avons propos´e une nouvelle approche de l’identification des fonctions d’appartenance
qui permet d’adapter ces fonctions `a chaque image. L’approche propos´ee permet de mod´eliser la
variabilité entre les images et ce faisant, de r´eduire l’incertitude des sous-ensembles flous. Cela
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permet de trouver des r´esultats plus pertinents et d’utiliser au maximum l’information sur les
classes contenues dans les attributs servant `a la classification.

La modélisation des fonctions d’appartenance adaptatives passe par une mod´elisation des den-
sités dans les histogrammes des attributs mesur´es sur l’image. Les param`etres de ce mod`ele sont
identifiés à partir d’une base d’apprentissage par l’interm´ediaire d’une r´egression. Une fois que
le modèle est identifi´e, la fonction param´etrique peut ˆetre adapt´ee au cas actuel. Finalement, la
fonction param´etrique est convertie en fonction d’appartenance dans une ´etape de normalisation.
Nous avons discut´e de plusieurs m´ethodes de normalisation, dont la m´ethode probabiliste qui est
la plus connue, et proposons deux nouvelles m´ethodes, l’une qui se base sur l’int´egrale de la fonc-
tion paramétrique, l’autre sur la d´etectabilité. Les deux m´ethodes se prˆetent bien `a des probl`emes
d’apprentissage `a partir de contours fournis par des experts sur les images de la base d’apprentis-
sage.

Finalement, nous appliquons la m´ethode propos´eeà une base de donn´ee simulée, ce qui permet
de comprendre son fonctionnement et illustre le gain potentiel qu’elle peut apporter.

Dans la deuxi`eme partie, nous discutons de l’application des m´ethodes de r´eduction de la
variabilité à des images de mammographie.
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Deuxième Partie

Application à un syst̀eme de d́etection des signes radiologiques
en mammographie nuḿerique





Chapitre 7

Mammographie et cancer du sein

Dans ce chapitre, nous allons pr´esenter l’approche m´edicale de l’imagerie du sein, pour si-
tuer le contexte dans lequel l’application que nous cherchons `a développer va ˆetre utilisée. La
présentation de l’anatomie du sein et des changements b´enins et malins qui peuvent se produire,
n’est pas exhaustive et est donn´ee uniquement dans le but de faciliter la compr´ehension de la
problématique pour en d´eduire des m´ethodes de d´etection et de classification. La litt´erature de l’as-
pect médical du cancer du sein est tr`es vaste ([Hey97] [Gra93] [Lam81] [Lan86][Tra95] [Tab85]
[Tre89] ...), et l’ensemble des publications ne repr´esente que la partie linguistiquement exprimable
de la connaissance actuelle sur ce sujet. L’expertise des m´edecins, acquise pendant des ann´ees
d’expérience, est difficilement transmissible par ces derniers, mais elle est pourtant souvent aussi
riche, voire plus riche que les publications.

Concevoir un syst`eme de d´etection et de classification automatique des l´esions en mammo-
graphie, ne doit pas ˆetre compris comme une tentative de remplacer le m´edecin. La question n’est
pas de se substituer au m´edecin, mais de lui proposer des outils performants qui l’aident dans son
travail d’analyse des clich´es de mammographie.

7.1 L’anatomie du sein

Une représentation simplifi´ee de l’anatomie du sein est donn´ee en figure 7.1. Les structures
discernables de l’ext´erieur vers l’intérieur du sein sont :

� la peau qui englobe le sein
� le ligament de Cooper avec les crˆetes de Duret
� la matrice conjonctive qui contient :
� les galactophores
� les lobules
� les artères
� les veines
� les nerfs
� les ganglions

� le pectoral et les cˆotes
Pour expliquer le fonctionnement du sein, il faut regarder l’un des dix `a vingt canaux galactopho-
riques qui partent du mamelon. La structure simplifi´ee d’un canal galactophorique est montr´ee sur
la figure 7.2. En partant d’un orifice galactophorique au niveau du mamelon, le canal galactopho-
rique principal se dilate d’abord pour former une cavit´e appelée sinus lactif`ere. Ensuite, il r´etrécit
et se s´epare en une arborescence de moyens et de petits canaux galactophoriques qui se terminent
dans des lobules.

85



Chapitre 7. Mammographie et cancer du sein
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FIG. 7.1 – Anatomie du sein

Un agrandissement d’une coupe au travers d’un canal galactophorique est repr´esenté
schématiquement dans la figure 7.3. L’int´erieur du canal galactophorique est tapiss´e par les cel-
lules épithéliales qui sont responsables de la fonction s´ecrétoire. A l’extérieur de ce cylindre, il
y a une membrane de cellules myo-´epithéliales et du tissu conjonctif. Cet ensemble est lui-mˆeme
entourée d’une couche constitu´e des cellules adipeuses. Ce canal galactophorique est situ´e dans le
tissu conjonctif de soutien.

sinus lactifère

petit
galactophore lobule

canalicule terminal

tissu conjonctif

gros
galactophore

canicule extra-lobulaire

canicule intra-lobulaire

mamelon

FIG. 7.2 – Sch´ema d’un galactophore

86



7.2 La mammographie
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6

1 - lumière du galactophore
2 - cellulesépithéliales
3 - cellules myo-´epithéliales
4 - tissu conjonctif
5 - cellules adipeuses
6 - tissu conjonctif de soutien

FIG. 7.3 – Agrandissement d’un galactophore

7.2 La mammographie

La mammographie r´ealise une projection du volume du sein sur le plan de l’image. Elle per-
met d’analyser la glande mammaire grˆace aux différences de l’att´enuation des diff´erents types de
tissu. L’avantage de la visualisation de l’ensemble des tissus mammaires sur une seule image est
directement lié à l’un de ses plus grand d´efauts, la superposition des diff´erents tissus travers´es
par le même rayon et projet´es sur un seul endroit du d´etecteur. Cette superposition est une source
d’incertitude, puisqu’il n’est plus possible de distinguer sur l’image, des sur-densit´es réelles qui
correspondent `a une région radio-opaque dans le tissu en trois dimensions, et des superpositions
de plusieurs tissus avec des densit´es relativement faibles.

7.2.1 Corrélation entre l’anatomie et les images de la mammographie

Avant de pouvoir utiliser les connaissances de l’anatomie et de l’histologie du sein dans l’in-
terprétation des images radiographiques, il est n´ecessaire d’´etablir le lien entre la structure des
tissus et l’atténuation apport´ee aux rayons X.

Puisque l’interaction des rayons X avec la mati`ere est principalement d´eterminée par les
couches int´erieures des ´electrons dans la structure atomique, elle est presque ind´ependante
des liaisons chimiques qui jouent sur les couches externes. L’att´enuation pour des composants
chimiques et des structures biologiques peut donc ˆetre calculée à partir des att´enuations de
chaque ´elément et de la densit´e de ceux-ci dans le composant ou la structure. Pour les mati`eres
prédominantes dans le sein, nous obtenons le tableau de correspondance suivant :

composant atténuation radiologique

graisse radio-transparent
eau légèrement radio-opaque

tissu conjonctif, fibres radio-opaque
calcium très radio-opaque

Un autre fac¸on de faire le lien entre la r´ealité physique et son aspect radiologique est l’approche
expérimentale qu’utilise Lamarque [Lam81] en comparant l’analyse histologique et les images ob-
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tenues par micro-radiographie pour des exemples de tissus. Il donne le tableau de correspondance
suivant :

structures histologiques traduction radiologique

épithélium galactophorique peu perceptible
tissu conjonctif opacité dense homog`ene

fibrose opacité linéaire dense
tissu graisseux image claire

7.2.2 Les incidences en mammographie

Selon la partie du sein `a laquelle s’intéresse l’examen, diff´erentes incidences sont utilis´ees.
Les incidences les plus courantes sont l’incidence oblique externe (ou medio-lateral-oblique) et
l’incidence de face (ou cranio caudal).

oblique externe face profil interne

détecteur

tube tube

détecteur

tube

détecteur

FIG. 7.4 – Incidences en mammographie

7.2.3 Aspect normal

L’aspect du sein normal est tr`es variable d’une femme `a l’autre. Le facteur le plus remarquable
est la grande variabilit´e de la densit´e radiologique de l’aire mammaire. Dans ses travaux, Wolfe
[Wol76] propose une classification des types de seins en 4 classes (voir tableau 7.1)

N1 très peu de tissu dense
P1 leséléments denses occupent moins du quart de l’aire mammaire
P2 les structures denses occupent plus du quart de l’aire mammaire
DY l’aire mammaire est globalement dense

TAB. 7.1 – Classification des tissus par Wolfe
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Wolfe essaie de lier la densit´e du tissu au risque de d´evelopper un cancer, mais d’autres ´etudes
mettent en doute ce lien [Tre89] ; n´eanmoins cette classification des tissus est utilis´ee dans d’autres
travaux [Suc95][Mil92] sans faire de lien au risque.

7.3 Pathologies mammaires

Dans cette partie, nous allons montrer quelques exemples de pathologies mammaires les plus
fréquentes. Nous allons en mˆeme temps expliquer les modifications de structures des tissus qui
sont liéesà ces pathologies, et comment ces modifications se traduisent sur l’image de la mammo-
graphie.

7.3.1 Kystes

kyste rempli d’eau kyste huileux micro-kystes calcifi´es

FIG. 7.5 – Différents exemples pour des kystes

Si l’un des canaux galactophoriques est obstru´e et qu’un segment du canal ou un lobule n’a
plus de sortie, cette cavit´e peut se remplir avec un liquide. Ce remplissage peut exercer une pres-
sion qui gonfle la membrane du canal galactophorique ; la cavit´e devient alors sph´erique ou ovale.
Selon le type de liquide qui s’est accumul´e dans le kyste, l’att´enuation de cette l´esion est plus
élevée que celle du tissu environnant (kyste rempli d’eau) ou moins ´elevée que le tissu environ-
nant (kyste huileux)
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Les kystes se traduisent presque toujours, sur les clich´es de mammographie, par des opacit´es
circonscrites avec des bord nets.

Parfois les cellules du tissu conjonctif qui entourent l’´epithélium sont le si`ege d’un dépôt
d’oxalate ou de phosphate de calcium. Dans ce cas on parle de kystes calcifi´es. Puisque
l’atténuation du calcium est beaucoup plus ´elevée que celle des autre tissus, les kystes calcifi´es
sont généralement faciles `a détecter.

7.3.2 Fibro-ad́enome

Le fibro-adénome est une l´esionà croissance lente qui est constitu´ee de cellules ´epithéliales
et de cellules conjonctives. La densit´e radiologique et la forme ovale ou ronde sont comparables
à celles d’un kyste rempli d’eau. La distinction d’avec celui-ci n’est pas toujours possible `a partir
d’un cliché de mammographie.

fibro-adénome fibro-ad´enome calcifi´e

FIG. 7.6 – Deux exemples de fibro-ad´enomes

90



7.3 Pathologies mammaires

Parfois un d´epôt de calcium est observ´e sur ce type de l´esion. Dans ce cas, la distinction est
possible sur un clich´e de mammographie, puisque la calcification d’un fibro-ad´enome prend une
allure caract´eristique en “pop-corn”.

7.3.3 Coḿedo-carcinome

Cette lésion consiste en des cellules canc´ereuses qui se propagent `a l’intérieur des canaux
galactophoriques. Radiologiquement, aucune l´esion centrale ne peut ˆetre distingu´ee, puisque le
cancerà l’intérieur des canaux ne provoque pas de r´eaction fibreuse. Le com´edo-carcinome n’est
visible sur une mammographie que grˆace aux calcifications intra-canalaires r´eparties dans une par-
tie de l’arbre galactophorique. Les calcifications peuvent ´evoluer d’une forme initiale semblable `a
des grains de sel jusqu’`a un remplissage complet des canaux galactophoriques.

FIG. 7.7 – Exemple d’un com´edo-carcinome

7.3.4 Cancer infiltrant

Les cancers infiltrants regroupent environ 70% des cancers du sein. Les cellules canc´ereuses
se multiplient et forment des amas ou des tubes. Elles sont visibles sur une mammographie grˆace
à la réaction fibreuse et, dans certains cas grˆace aux calcifications. Parmi les cancers infiltrants,
trois classes peuvent ˆetre distingu´ees :

– l’ épithélioma infiltrantévolué
– le squirrhe
– le cancer collo¨ıde

Pour des raisons didactiques, les exemples montr´es dans figure 7.8 sont des cas facilement recon-
naissables. Dans la pratique quotidienne du radiologue, la d´etection et l’identification de ces cas ne
représentent aucune difficult´e. Les lésions des cancers infiltrants au d´ebut de leur d´eveloppement
sont peu visibles et donc difficiles `a distinguer du tissu normal.
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épithélioma infiltrantévolué squirrhe

FIG. 7.8 – Exemples de cancers infiltrants

7.3.5 Autres pathologies

Il existe un grand nombre d’autres types de pathologies b´enignes ou malignes que nous
n’allons pas d´ecrire ici, mais qui doivent ˆetre prises en compte lors de la conception d’un
système d’aide au diagnostic (pour une description des pathologies plus rares, on pourra consulter
[Tab85][Lam81][Tre89] ou les nombreux articles dans la litt´erature sp´ecialisée).

7.4 Signes radiologiques

Dans la section pr´ecédente, nous avons essay´e de caract´eriser les différents types de l´esions
et d’expliquer leurs repr´esentations sur les clich´es radiographiques. Dans [Tre89], les auteurs
orientent leurs analyses vers l’aspect radiologique et d´ecrivent les interpr´etations possibles. Ils
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distinguent trois grands groupes de signes radiologiques en relation avec le cancer :
� les opacités arrondies
� les opacités stellaires
� les calcifications

7.4.1 Opacit́e arrondie

Il y a un grand nombre de structures qui peuvent se traduire sur les images de mammographie
par des opacit´es arrondies :

Opacité arrondie solitaire
Structures normales Pathologies rares
formation cutan´ee (verrue, naevus) Papillome (intra-kystique ou intra-

canalaire)
Mamelon non tangentiel Tumeur phyllode
Ganglion lymphatique normal Harmatome
Veine vue en coupe M´etastase d’un carcinome
Lobule glandulaire circonscrit Localisation d’un lymphome

Adénome vrai
Abcès
Hématome
Galactocèle

Pathologies fŕequentes Pathologies exceptionnelles
Kyste Sarcome
Fibro-adénome Forme nodulaire de tuberculose
Cancer de forme nodulaire H´emangiome

Ganglion lymphatique m´etastatique
Neurofibrome

Opacités arrondies multiples
Kystes
Fibro-adénomes
Cancer nodulaire multifocal
Métastases d’un carcinome
Localisation d’un lymphome
Galactocèles

7.4.2 Opacit́es stellaires

Les opacités stellaires sont g´enéralement associ´ees avec une l´esion canc´ereuse, bien qu’il
existe d’autres structures b´enignes qui peuvent donner lieu `a un signe stellaire sur une mammo-
graphie. La liste suivante donne les l´esions le plus courantes avec le traitement qu’on leur associe
typiquement :

– lésion construite
� pas de formation palpable
� centre dense absent
� vue sur une seule incidence
� disparaˆıt sur cliché localisé ou sur incidence variable
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– lésion post-oṕeratoire
� antécédents chirurgicaux
� cicatrices
� évolution clinique
� évolution mammographique
! surveillance

– carcinome
� image stellaire ´evidente
� cliniqueévident (mais formes infra-cliniques)
! cytoponction
! vérification histologique imp´erative

– mastopathie b́enigne
� rare
� structure stellaire non ou difficilement palpable
� centre dense petit ou inexistant
� modifications cutan´ees rares
! cytoponction
! vérification histologique

– lésion inflammatoire
� cliniqueévocatrice
� évolution sous traitement
! cytoponction
! surveillance ou drainage

7.4.3 Microcalcifications

Les microcalcifications sont form´ees par un d´epôt de matériaux fortement radio-opaques com-
posés deCa3(PO4)2, CaCO3, ouMg3(PO4)2 dans les tissus. Les calcifications rencontr´ees sur les
clichés de mammographie peuvent ˆetre d’origines vari´ees. Il existe :

– des calcifications intra-canalaires li´eesà un comédo-carcinome
– des calcifications comme r´eactionà un cancer infiltrant
– des kystes calcifi´es
– des fibro-ad´enomes calcifi´es
– des calcifications vasculaires
– des calcifications comme cons´equence d’intervention chirurgicale
– des calcifications li´eesà un traumatisme
– des calcifications cutan´ees
Certains types de calcifications ont une forme ou un groupement bien caract´eristiques, d’autres

se ressemblent. Les calcifications intra-canalaires peuvent se pr´esenter d’une mani`ere très ca-
ractéristique quand elles remplissent comme une moulage l’espace dans les canaux galactopho-
riques. La d´etection de ces microcalcifications est importante car elles repr´esentent le premier
signe détectable sur une mammographie pour certains types de cancer (com´edo-carcinome). Elles
ne restent cependant qu’un signe indirect des pathologies sous-jacentes. On notera aussi que beau-
coup de calcifications sont observ´ees dans des seins qui ne pr´esentent aucune pathologie.

7.5 Le cancer du sein

Le mot cancer est un terme g´enéral utilisé pour toutes sortes de tumeurs malignes qui
s’étendent rapidement. Bien que ses causes exactes ne soient pas encore connues `a ce jour, on
suppose que le cancer se d´eveloppe quand une cellule, dont l’information g´enétique aété mo-
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difiée, se multiplie rapidement, sans que les m´ecanismes de d´efense de l’organisme arrivent `a la
mettre sous contrˆole.

Les causes de modifications de l’information g´enétique sont dues, par exemple, `a des sub-
stances canc´erigènes ou `a des irradiations. De plus, il existe des facteurs de risque qui augmentent
la probabilité de développer un cancer.

Grâce aux avanc´ees médicales dans tous les domaines, l’esp´erance de vie augmente constam-
ment et, avec d’autres facteurs li´es au changement de mode de vie et de l’environnement, cela
augmente la probabilit´e de développer un cancer au cours de la vie. En mˆeme temps, la probabilit´e
d’apparition d’un cancer varie beaucoup selon la localisation et le type du cancer.

Dans la plupart des pays, un grand effort est fait aujourd’hui pour obtenir des statistiques
fiables, afin d’en savoir plus sur les causes et les facteurs de risques du cancer.

De telles statistiques sont pr´esentées dans les figure 7.9 et 7.10. Elle montrent la mortalit´e et
le nombre de nouveaux cas, pour les diff´erents types de cancer chez les femmes en France. Ces
statistiques montrent qu’en France, le cancer du sein est de loin le cancer le plus courant chez la
femme et qu’il est aussi la premi`ere cause de mortalit´e par cancer. On remarque ´egalement une
forte croissance des incidences du cancer du sein dans la p´eriode 1975-1995 sur laquelle porte la
statistique montr´ee sur le figure 7.9.
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FIG. 7.9 – Evolution de la r´epartition de nouveaux cas pour les principaux si`eges ou types de
cancer chez la femme en France (source : Institut de Veille Sanitaire [Che95])

En 1990, environ 26000 cas de cancer du sein ont ´eté enregistr´es, ce qui repr´esente environ
30% des incidences de cancer chez les femmes. Plus de 10000 femmes sont d´ecédéesà cause du
cancer du sein, ce qui repr´esente 18% de la mortalit´e par cancer. A l’´echelle de chaque personne,
cela représente un risque de 10% qu’une femme d´eveloppe un cancer du sein au cours de sa vie.

La chance de survie apr`es dix ans, tous cancers du sein confondus, est de l’ordre de 50%.
Par contre, si le cancer est d´etecté très tôt dans son d´eveloppement, c’est-`a-dire quand il n’est pas
encore envahissant, le taux de gu´erison apr`es traitement devient proche de 100%. Cela explique
l’importance de sa d´etection précoce.

Les méthodes de d´etection sont l’autoexamination par la femme elle-mˆeme et des examens
réguliers par le m´edecin. Les outils principaux du m´edecin, autre l’examen clinique, sont les outils
de l’imagerie du sein :

– la mammographie (imagerie par rayons X)
– l’ échographie (imagerie par ultrasons)
– l’imagerie par résonance magn´etique (IRM)
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FIG. 7.10 – Evolution de la r´epartition de d´ecès pour les principaux si`eges ou types de cancer chez
la femme en France (source : Institut de Veille Sanitaire [Che95])

Parmi ces modalit´es, la mammographie est la mieux adapt´ee au d´epistage, parce qu’elle permet
d’examiner l’ensemble du tissu mammaire avec une ou deux incidences seulement. A un instant
donné, l’échographie ne permet la visualisation que d’une coupe du tissu. Il est ainsi difficile
d’assurer que le sein ait ´eté examiné dans sa totalit´e à l’issue d’un examen. Il est possible de
manquer une petite l´esion, d’autant plus s’il s’agit d’amas de microcalcifications, l’un des signes
révélateurs pour certains types de cancers pour lesquels l’´echographie ne donne pas d’images
aiséesà interpréter.

Contrairement `a l’examen par IRM qui est tr`es coûteux, les coˆuts et la dur´ee de l’examen
mammographique permettent une utilisation g´enérale dans le cadre d’une campagne de d´epistage.

Dans de nombreux pays, des campagnes de d´epistage du cancer du sein sont mises en œuvre
par les responsables de la sant´e publique en proposant des mammographies syst´ematiques et gra-
tuites aux femmes dont l’ˆage est compris entre 40-50 ans et 70 ans, selon les pays.

7.6 Les examens mammographiques

La mammographie est un examen de radiographie qui consiste `a obtenir une projection du
sein par des rayons X, sur un d´etecteur plan. Outre son utilisation en d´epistage du cancer du sein,
elle est aussi pratiqu´ee pour le diagnostic ou pour la localisation lors d’interventions chirurgicales
(ponctions).

7.6.1 D́epistage

Aujourd’hui, la mammographie est l’outil principal pour le d´epistage du cancer du sein. Dans
les campagnes de d´epistage, deux ou quatre images sont acquises par patiente, `a raison de une
ou deux par sein. Le fait de choisir deux incidences par sein, permet de r´eduire le nombre de
lésions non d´etectées, car certaines l´esions ne sont pas toujours visibles sur une seule vue. Les
images obtenues sont g´enéralement lues par deux radiologues et, en cas de doute, des examens
supplémentaires peuvent ˆetre demand´es.
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7.6.2 Diagnostic

La mammographie est aussi utilis´ee en diagnostic, lorsqu’il y a d´ejà une suspition `a la suite
d’une campagne de d´epistage, ou parce que la patiente elle-mˆeme a d´etecté une anomalie. Dans
ces conditions, le but de la mammographie est souvent d’analyser plus pr´ecisément une l´esion
détectée cliniquement ou de chercher un signe radiologique dans une zone suspecte. L’objectif de
la mammographie devient alors la classification d’une l´esion plutôt que sa d´etection. Une alterna-
tive à la mammographie, l’´echographie, est souvent utilis´ee en diagnostic, parce qu’elle permet de
distinguer certains types de l´esions qui ne peuvent pas toujours ˆetre distingu´ees sur un clich´e de
mammographie.

7.6.3 Interventions

Une fois qu’une lésion aété détectée, par exemple lors d’une campagne de d´epistage, il est
souvent n´ecessaire de v´erifier par d’autre m´ethodes si elle est b´enigne ou maligne. Si la distinc-
tion n’est pas possible `a partir des seules images, cette v´erification se fait en pr´elevant un petit
échantillon de tissu par voie percutan´ee dont l’histologie sera ´etudiée. Pendant le pr´elèvement
de l’échantillon par aiguille, la localisation de la l´esion à échantillonner est effectu´ee sous
échographie ou `a l’aide de la m´ethode de st´eréotaxie ; cette derni`ere consiste `a prendre deux
clichés de mammographie sous des angles diff´erents. Si la l´esion est visible sur les deux vues,
il est possible de d´eterminer sa position en trois dimensions en se basant sur la g´eométrie connue
de l’appareil de st´eréotaxie.

7.6.4 Mammographie digitale

Récemment, les avanc´ees technologiques dans le domaine des couches minces ont permis de
mettre en œuvre des capteurs d’image de grande taille, sensibles aux rayons X. Ces capteurs ont
rendu possible la r´ealisation des premiers syst`emes de radiologie digitale [Mul99]. Pour cela les
rayons X n’exposent plus un film, mais une matrice de photodiodes grav´ees sur un panneau de
la taille des films. A ce jour, il existe des panneaux de 40cm�40cm avec plusieurs millions de
pixels. Le panneau utilis´e pour la mammographie `a GE, duquel proviennent quelques unes des
images utilisées dans cette th`ese, a une dimension de 19cm�23cmavec une r´esolution de 100µm.

Les avantages de cette nouvelle technologie pour les patientes et les m´edecins sont ´enormes,
car les images sont disponibles juste apr`es la pose, sans attendre le d´eveloppement qui ´etait
nécessaire pour le film. En d´epistage et en diagnostic, l’image num´erique est disponible sur une
station de revue qui permet d’aider le m´edecinà prononcer son diagnostic, et cela dans les plus
brefs délais. En cas de doute, des examens suppl´ementaires peuvent ˆetre envisag´es sans que la pa-
tiente ait besoin d’ˆetre reconvoqu´ee. D’autres avantages de l’utilisation d’images num´eriques sont
la facilité d’archivage, de transmission par r´eseau (t´elé-médecine) et de duplication. En st´eréotaxie,
l’accélération de la proc´edure grâceà la technologie num´erique permet de r´eduire l’inconfort, car
le sein de la patiente doit rester sous compression pendant toute l’intervention pour ´eviter tout
mouvement.

Dans le contexte de la mammographie num´erique, les m´ethodes d’aide `a la détection et
à la classification deviennent de plus en plus importantes. Une fois la chaˆıne d’acquisition
entièrement num´erique, l’introduction d’un syst`eme d’aide au diagnostic ne n´ecessite aucun acte
supplémentaire pour le m´edecin (tel l’introduction d’un film dans un num´eriseur) et permet donc
pour la première fois un vrai gain d’efficacit´e.
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7.6.5 Variabilit é dans les images de mammographie

Toutes les m´ethodes de traitement d’images en mammographie sont confront´eesà une grande
variabilité dans ces types d’images. Les causes principales de cette variabilit´e sont :

– les conditions physiques de l’acquisition (kV, mAs, pistes, g´eométrie)
– les variations anatomiques normales `a l’intérieur du sein
– le changement d’incidence et de compression
– les variations entre les seins de la mˆeme patiente
– les variations normales entre patientes (ˆage, taille)
– les variations li´eesà une maladie (processus canc´ereux)

Pour des syst`emes de d´etection de l´esions, seule la derni`ere variation est recherch´ee, mais elle est
masquée par toutes les autres sources de variations. Grˆace aux syst`emes num´eriques d’acquisition,
un certain nombre de sources de variabilit´e liée au mode d’acquisition peut ˆetre identifié et traité.
Nous avons pr´esenté une telle approche pour la d´etection des microcalcifications dans le chapitre
10 et dans [Ric99-1].

Malgré ces avanc´ees, une des sources principales des variations - la variabilit´e normale des
structures des tissus entre patientes - reste `a traiter. Nous utilisons la mod´elisation de la variabilit´e
par des fonctions d’appartenance adaptatives, pr´esentée dans la premi`ere partie de ce document,
pour traiter cette variabilit´e.
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Aide au diagnostic en mammographie

Comme nous l’avons indiqu´e dans l’introduction, l’exploration du tissu mammaire par mam-
mographie se fait dans diff´erents contextes. Dans le cas du d´epistage, la lecture des clich´es se
fait généralement par deux radiologues qui n’ont pas d’autres informations sur la patiente que les
clichés. Cette situation est la plus difficile au niveau de la d´etection des l´esions, puisqu’aucune
aide n’est apport´ee pour compl´eter l’information contenue dans l’image.

Les radiologues sp´ecialisés qui lisent les clich´es acquis lors d’une campagne de d´epistage
doivent lire un grand nombre de clich´esà la suite. Les films sont charg´es dans des n´egatoscopes `a
défilement pour ˆetre présentés examen par examen au radiologue. La dur´ee de lecture par examen
est de l’ordre d’une minute, ce qui montre la grande rapidit´e avec laquelle les radiologues analysent
les images.

Après lecture, un rapport est r´edigé dans un format standardis´e, comme celui propos´e par le
American College of Radiologyet connu sous la d´enomination “BI-RAD”[BIRAD95]. La den-
sité radiologique et les signes radiologiques y sont d´ecrits et une proposition pour des analyses
supplémentaires est ´eventuellement donn´ee.

Dans le contexte d’une campagne de d´epistage, la classification compl`ete par type de l´esion
n’est pas r´ealisable dans tous les cas, puisque les images seules ne fournissent pas suffisamment
d’information sur les l´esions. Souvent, seuls les r´esultats de l’examen clinique et la fusion de ces
résultats avec ceux de la lecture des images permettent d’´enoncer un diagnostic fiable. Cela ne
pose pas de probl`emes parce que l’identification d’une l´esion peut ˆetre une ´etape suppl´ementaire.

Par contre, la lecture pour le d´epistage doit trouver les signes avec la plus grande sensibi-
lit é possible, puisqu’une l´esion ratée lors du d´epistage ne sera pas retrouv´ee plus tard si aucune
suspicion n’a ´eté exprimée.

I mage Détection

Examen clinique

dentificationI Diagnostic

FIG. 8.1 – Chaˆıne de traitement pour la d´epistage
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8.1 Lecture des images nuḿeriques

Avec l’arrivée des d´etecteurs num´eriques sur le march´e, le déroulement d’une campagne de
dépistage va ˆetre significativement chang´e. En effet, les images ne seront plus lues sur un film ac-
croché au négatoscope mais sur un ´ecran. Cela est `a première vue un handicap pour le radiologue,
car son exp´erienceétait acquise `a partir des images sur film. D’un autre cˆoté, la possibilité de
pouvoir changer les r´eglages de l’affichage va lui permettre d’augmenter sa capacit´e d’analyse sur
les images. Par exemple, les filtres adapt´es au rehaussement des microcalcifications peuvent lui
permettre de d´etecter plus de calcifications. Ces nouvelles possibilit´es ne doivent cependant pas
prolonger le temps de lecture, puisque le d´ebit de lecture est critique pour le d´epistage. Cette condi-
tion pose des contraintes s´evères sur l’implémentation des fonctionnalit´es de la revue d’image.

C’est dans ce contexte que l’aide au diagnostic par ordinateur devient int´eressante. La premi`ere
étape est un syst`eme d’aide `a la détection

8.2 Aideà la détection

Plutôt que de faire lire tous les clich´es par deux m´edecins, il est envisageable qu’un mˆeme ra-
diologue fasse une premi`ere lecture sans assistance et qu’ensuite le syst`eme de l’aide `a la détection
lui montre les zones class´ees suspectes pour que le m´edecin vérifie qu’il n’a rien raté dans ces
zones.

L’avantage de cette approche est la combinaison des m´ethodes automatiques et humaines. Le
système automatique peut faire une recherche plus exhaustive sur l’ensemble du clich´e pendant
que le radiologue dirige son attention sur les zones lui semblant les plus remarquables.

Krupinski et Nishikawa [Kru97] ont compar´e les performances d’un syst`eme de d´etection
automatique avec celles de six radiologues pour la d´etection des microcalcifications. Ils ont enre-
gistré les positions des yeux des radiologues pendant la lecture des films et ont analys´e le temps
pendant lequel les radiologues se focalisent sur des l´esions d´etectées ou rat´ees. Ils constatent qu’un
radiologue exp´erimenté ne balaye pas l’image enti`ere mais se concentre sur les zones identifi´ees
lors de l’évaluation initiale globale comme contenant probablement des l´esions. Leur ´evaluation
sur 80 films a montr´e que 10% des amas de microcalcification ont ´eté détectés par le syst`eme
automatique mais par aucun des six radiologues et que 11% des amas ont ´eté ratés par le syst`eme
automatique mais d´etectés par au moins un des radiologues. Seulement 5% des amas ont ´eté ratés
par les radiologues et le syst`eme automatique.

8.3 Aideà l’identification

Une fois qu’une lésion aété détectée, il est n´ecessaire d’´enoncer un diagnostic et si besoin
est, de pr´evoir un traitement. La difficult´e de l’identification du type de l´esion et de sa b´enignité
ou malignité résulte du fait que des pathologies tr`es différentes peuvent se traduire sur l’image
radiologique de la mˆeme mani`ere. Par exemple, les kystes et les fibro-ad´enomes ne sont pas tou-
jours différenciables sur l’image. Ces deux l´esions sont toutes les deux b´enignes, mais, comme le
tableau des l´esions arrondies dans la section 7.4.1 le montre, il y a aussi le risque de confondre des
lésions b´enignes et malignes.

Une partie importante de la diff´erenciation est li´ee à l’examen clinique. Par exemple, une
diff érence entre la taille d’une l´esion sur l’image radiologique et la taille d´eterminée par palpation
est un signe de malignit´e.

Dans ce contexte, un syst`eme automatique d’aide `a la classification peut ˆetre utile. Nous re-
trouvons là une compl´ementarité entre les points forts du m´edecin et les points forts des syst`emes
automatiques.
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Le médecin peut plus facilement comparer les informations obtenues par examen clinique et
celles par la mammographie. Par contre le m´edecin est subjectif quant au classement des l´esions.
Un système d’aide `a la classification bas´e sur les attributs de la l´esion mesur´es sur l’image donnera
toujours les mˆemes résultats pour le mˆeme cliché et peut donc servir comme r´eférence.

Une autre avantage potentiel est la taille de la base d’apprentissage. Avec l’introduction de la
mammographie num´erique, il y aura bientˆot d’énormes bases de donn´ees disponibles. Un radio-
logue ne pourra jamais les passer toutes en revue pour ´elargir encore son exp´erience, ce qui sera
par contre possible pour un syst`eme automatique.

8.4 Méthodes existantes pour l’aide au diagnostic

En raison de l’importance du cancer du sein, un grand nombre de groupes de recherche tra-
vaille sur le problème de l’aide au diagnostic. Les premiers travaux datent de 1967 [Win67] mais
la plupart des publications date de la derni`ere décennie.

Les travaux se distinguent par les types des signes qui sont d´etectés (opacit´es, calcifications),
le but recherch´e (détection, classification, pr´esentation d’image) et les m´ethodes appliqu´ees.

Dans la suite, nous allons regarder uniquement le probl`eme de la d´etection et d´ecrire à titre
illustratif trois méthodes d’extractions d’attributs, une pour chaque type de l´esion (opacit´e ronde,
opacité stellaire, microcalcification).

8.4.1 D́etection

D’une manière générale, la d´etection se d´ecompose en une phase de calcul d’attributs et en
une phase de d´ecision ou de s´election (figure 8.2).

I mage Détection

xamen cliniqueE

ttributsA D

dentificationI Diagnostic

écision

FIG. 8.2 – La détection

Comme nous l’avons indiqu´e dans chapitre 7, l’ensemble de la chaˆıne de traitement est
confronté à des donn´ees qui contiennent beaucoup de variabilit´e. Il est donc tr`es important que
chaque ´etape soit construite de mani`ereà prendre en compte cette variabilit´e.

Pour l’étape de calcul des attributs, cela signifie que le choix des attributs doit favoriser les
attributs avec une sensibilit´e minimale aux variations non importantes et une sensibilit´e maximale
pour la présence ou absence de signes radiologiques du cancer.

Pour l’étape de d´ecision, la variabilit´e peutêtre prise en compte avec un raisonnement qui
s’adapte aux conditions pr´esentes dans l’image actuelle.
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8.4.2 Les attributs pour la détection

Les attributs pour la d´etection propos´es dans la litt´erature sont tr`es variés et on retrouve des
adaptations de quasiment toutes les m´ethodes du traitement d’images :

– les ondelettes [Dha96][Laine94][Qia95][Yu99][Yu98]
– la croissance de r´egion [Ban97][Tao98]
– les moments [Dha96]
– les fractales [Lev95]
– les gradients [Ema95]
– les statistiques de voisinage[Pet94][Kim99]
– les filtres [Kar96][Gup95]
– la morphologie math´ematique [Bet97][Bot96-4] [Vac95][Gri91][Mil92]
– les contours actifs [Ban97]
– le template matching [Lai89]
– les réseaux neuronaux [Bou89][Li97][Suc95][Cha95-1][Sah96-1][Bak95][Lo98]

Les attributs sont g´enéralement s´electionnés à la main, mais il existe des travaux qui essaient
d’optimiser le choix des attributs par des algorithmes g´enétiques [Sah96-2].

Pour montrer une application de la m´ethode des fonctions d’appartenance adaptatives, nous
avons choisi le probl`eme de d´etection des opacit´es en mammographie. Dans les paragraphes sui-
vants, nous allons d´ecrire trois types d’attributs : un sp´ecialisé dans la d´etection des opacit´es
denses, un sp´ecialisé dans la d´etection des l´esions stellaires et un sp´ecialisé dans les microcal-
cifications.

8.4.3 D́etection des opacit́es denses

Les opacités qui sont plus radio-opaques que les tissus environnants, peuvent ˆetre détectées
avec des filtres adapt´es. Dans [Lai89], des filtres circulaires qui ont une zone d’indiff´erence entre
le centre de la masse et l’ext´erieur sont utilis´es. Ils utilisent plusieurs filtres de tailles diff´erentes
pour les opacit´es de 3 `a 15 pixels de diam`etre. Les coefficients du filtre pour des opacit´es de 5
pixels de diam`etre sont :

�1 �1 �1
�1 �1 0 �1 �1

�1 �1 0 1 0 �1 �1
�1 �1 0 1 1 1 0 �1 �1
�1 0 1 1 1 1 1 0 �1
�1 �1 0 1 1 1 0 �1 �1

�1 �1 0 1 0 �1 �1
�1 �1 0 �1 �1

�1 �1 �1

(8.1)

Ces filtres peuvent ˆetre décrits par trois rayons :
rn le rayon du noyau de l’opacit´e. A l’intérieur d’une sph`ere de rayonrn, les coefficients sont

égauxà 1.
re le rayon de l’extension maximale de l’opacit´e. Entrern et re, les coefficients sont ´egauxà

0, c’est-à-dire que les valeurs d’image n’ont pas d’influence sur le r´esultat. Cela permet de
détecter des opacit´es qui ne sont pas parfaitement circulaires.

r f le rayon maximal du filtre. Entrere et r f , les coefficients sont ´egauxà -1. Cette zone cor-
respond au fond de l’image.

Nous avons impl´ementé une méthode très similaire, mais appliqu´ee sur des images en multi-
résolutions. L’avantage des images en multi-r´esolutions est la possibilit´e d’utiliser une gamme
de tailles pour les opacit´es plus larges, tout en r´eduisant la complexit´e en termes de nombres
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d’opérations par pixel. Afin d’obtenir cela, une pyramide d’images est cr´eée avec trois niveaux et
un facteur de sous-´echantillonnage de deux entre chaque niveau. Sur chaque image, nous appli-
quons un filtre circulaire tel qu’il est d´ecrit ci-dessus. Les r´esultats appliqu´esà une image mammo-
graphique sont montr´es sur la figure 8.3. On remarque la l´esion en haut de l’image dont la taille

niveau 1 niveau 2 niveau 3

FIG. 8.3 – Détection des l´esions denses niveau par niveau

correspond au filtre circulaire appliqu´e à l’image sous-´echantillonée trois fois, et elle est donc tr`es
bien rehauss´ee par ce filtre. Ensuite, les r´esultats obtenus aux diff´erentes ´echelles sont fusionn´es
avec l’opérateurmaximum. Le résultat est montr´e sur la figure 8.4.

8.4.4 D́etection des opacit́es stellaires

Dans [Kar96], Karssmeijer et Brake ont pr´esenté une méthode de d´etection et de classification,
qui repose sur la statistique des directions des fibres d´etectées dans l’image. Pour chaque point de
l’image, la direction et le contraste d’une fibre sont estim´es avec un ensemble de trois filtres. Les
filtres utilisés sont la deuxi`eme dérivée d’un filtre gaussien dont les r´eponses impulsionnelles sont
illustrées sur la figure 8.5.

A partir des résultats de ces trois filtres, la directionθmin max du maximum de la d´erivée est
calculée :

θmin max=
1
2

�
arctan

�p
3

W�60�W+60

W+60+W�60�2W0

�
�kπ

�
(8.2)

Ensuite, la valeur de la d´erivée est calcul´ee dans cette direction :

W(θ) =
1
3
(1+2cos(2θ))W0

+
1
3
(1�cos(2θ)+

p
3sin(2θ))W+60

+
1
3
(1�cos(2θ)�

p
3sin(2θ))W�60
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Chapitre 8. Aide au diagnostic en mammographie

image originale 1 l´esions denses

FIG. 8.4 – Détection des l´esions denses

W�60 W0 W+60

FIG. 8.5 – Filtres directionnels pour la d´etection des fibres

Puisque ces filtres font intervenir la largeur des fibres d´etectées, ils sont appliqu´es sur des
images en plusieurs r´esolutions. Ensuite, les images sont fusionn´ees avec l’op´erateur maximum.
Ce procédé est sch´ematisé sur la figure 8.6.

Après l’estimation des directions de fibres pour chaque pixel, une analyse statistique de ces
directions est effectu´ee pour estimer le pourcentage de pixels qui, dans une zone circulaire entre le
rayonRmin etRmax, pointent sur le centre de la zone. Pour prendre en compte l’impr´ecision dans
la mesure de la direction et la taille du noyau des l´esions stellaires, le centre est lui-mˆeme approch´e
par une zone circulaire plus petite (de rayonRcentre). La figure 8.7 illustre le fonctionnement de
cet opérateur :à gauche, une l´esion stellaire est sch´ematisée, sur laquelle se trouvent superpos´es
les trois cercles de rayonsRcentre, Rmin et Rmax. Le plus petit est inclus dans le noyau tandis
que les fibres qui rayonnent du centre se trouvent principalement entreRmin etRmax. A droite de
la figure 8.7, l’analyse statistique est illustr´ee : pour chaque pixel (ici seulement quelques pixels
sont indiqués par des points noirs) la direction des fibres est calcul´ee et pour toute la zone entre
Rmin etRmax, on compte le nombre de directions qui coupent le petit cercle de rayonRcentre.
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FIG. 8.6 – Calcul de la direction et du contraste des fibres en multi-r´esolution

R

R

Rcentre

min

max

FIG. 8.7 – Statistique des directions des fibres

La figure 8.8 montre l’application de ce filtre `a une image mammographique. Dans cet
exemple, il y a deux l´esions stellaires qui sont indiqu´ees avec des fl`eches sur l’image originale.
Les lésions sont bien visibles sur l’image originale (`a gauche), car elles se trouvent dans une zone
peu fibreuse. L’amplitudeW(θmax) des fibres est donn´ee au centre de la figure 8.8 et finalement
le résultat des statistiques des directions est montr´e à droite. Les deux l´esions sont visibles dans
l’image de cet attribut mais il y a d’autres zones qui sont rehauss´eeségalement, par exemple `a des
endroits correspondant `a des croisements de fibres. Visuellement, il n’est pas beaucoup plus facile
de détecter des l´esions sur l’image de l’attribut que sur l’image originale, puisque les l´esions dans
cet exemple poss`edent un noyau dense relativement facilement rep´erable. L’intérêt de cet attribut
est fondé dans sa compl´ementarité par rapport `a l’attribut précédent. La combinaison des deux at-
tributs, c’est-à-dire les zones stellaires avec un noyau dense, correspond `a une description typique
donnée par des m´edecins pour des zones tr`es suspectes.

8.5 Détection des microcalcifications

Les deux principales caract´eristiques des microcalcifications sont leur petite taille et leur
atténuationélevée. Dans [Gri91] et [Bot96-4], une m´ethode de d´etection des microcalcifications
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image originale amplitudes des fibres fibres stellaires

FIG. 8.8 – Statistique des directions des fibres

basée sur l’opérateurchapeau haut-de-formeest présentée, qui combine ces deux caract´eristiques.
L’opérateurchapeau haut-de-forme seuillé est compos´e de troisétapes :

1 - l’ouverture de l’image avec un ´elément structurant
2 - la soustraction de l’image resultant de l’ouverture `a l’image originale
3 - l’application d’un seuil sur le r´esultat.

L’ouvertureélimine toutes les structures plus petites que l’´elément structurant et ne garde que les
structures plus grandes. La soustraction de cette image `a l’image originale contient donc unique-
ment les petites structures qui ont ´eté effacées par l’ouverture. Finalement, le seuillage ne prend en
compte que les structures pr´esentant un certain contraste. Puisque la taille des microcalcifications
n’est pas connue d’avance, plusieurs op´erateurschapeau haut-de-formeavec des ´eléments struc-
turants de tailles diff´erentes sont utilis´es en parall`ele et les r´esultats sont combin´es (vois figure
8.9).

Le niveau de seuillage pour lechapeau haut-de-forme seuillé est très sensible au niveau de
bruit dans l’image. Dans [Bot96-4], le seuillage se fait sur la somme des images duchapeau haut-
de-forme, ce qui revient `a donner plus d’importance aux petites structures. Puisque ces travaux
se basent sur des images de mammographie obtenues `a partir de films num´erisés, les conditions
d’acquisition ne sont pas connues et le seuil de d´etection est calcul´eà partir des constantes d´eduites
de chaque image.

Dans le chapitre 10, cette m´ethode de d´etection est am´eliorée pour prendre en compte les
paramètres d’acquisition qui sont disponibles sur des syst`emes de mammographie num´eriques.
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FIG. 8.9 – Détection de microcalcifications avec des op´erateurschapeau haut-de-forme

8.6 Conclusion

Les trois attributs d´etaillés dans ce chapitre ne repr´esentent que des exemples pour des filtres
spécialisésà la détection des trois grandes classes de signes que l’on trouve en mammographie. En
pratique, on utilise une combinaison des plusieurs attributs puisqu’on ne connaˆıt pas par avance
quel type de signe se trouve sur un clich´e de mammographie.
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Chapitre 9

Utilisation des fonctions d’appartenance
adaptatives pour la d́etection d’opacit́es

Dans ce chapitre, nous allons appliquer la m´ethode des sous-ensembles flous adaptatifs au
problème de la d´etection des l´esions denses en mammographie.

9.1 Base de donńees

Au moment de la r´ealisation des travaux pr´esentés ici (en 1999), les premiers appareils de
mammographie num´eriques offrant un champ de vue comparable au film commencent `a être com-
mercialisés. Par cons´equent, les bases de donn´ees des images de mammographie num´eriques sont
encore rares. Nous avons donc pr´eféré utiliser une base de donn´ees construite `a partir de films
numérisés pour valider notre approche. Pour cela, nous avons travaill´e avec une partie de la base
Digital Database for Screening Mammograph (DDSM)présentée dans [Bow98].

Nous avons utilis´e le volumecancer10qui contient 236 images provenant de 59 patientes. Les
examens ont ´eté réalisés avec un protocole de d´epistage, avec 4 clich´es par patiente, c’est-`a-dire
une vue de face et une vue oblique externe par sein. (Voir chapitre 7 pour une explication des vues).
Ensuite les films ont ´eté numérisés avec 12 bit par pixel (4096 niveaux de gris) et une r´esolution
spatiale de 43.3 microns. Pour les mesures effectu´ees dans la suite, nous avons sous-´echantillonné
l’image par un facteur de deux dans les deux directions en moyennant sur 2 fois 2 pixels. Nous
considérons que la r´esolution obtenue de 86,6 microns par pixel est suffisante pour la tˆache de
détection des opacit´es.

La base d’images DDSM est ´egalement constitu´ee des annotations donn´ees par un expert
radiologiste. La description contient une certain nombre d’attributs pour chaque l´esion et une
annotation par contour pour chaque l´esion sur les deux vues. Les attributs fournis pour chaque
image sont :

– le nombre des anomalies
– le type de chaque anomalie (calcification / l´esion dense)
– évaluation selon le code BI-RADS
– subtilité
– résultat de la biopsie (b´enin/ malin)
– les contours des l´esions

La figure 9.1 montre le cas 1626 de cette base, avec les annotations du m´edecin sur les deux clich´es
du sein gauche.
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sein gauche sein droit

oblique
externe

face

FIG. 9.1 – Cas 1626 de la base DDSM avec annotations

110



9.2 Apprentissage du modèle de variabilité

9.2 Apprentissage du mod̀ele de variabilité

La première phase pour l’utilisation des fonctions d’appartenance adaptatives est l’apprentis-
sage du mod`ele de la variabilit´e à partir de la base d’apprentissage. Les ´etapes pour cet apprentis-
sage sont :

– calcul des attributs
– calcul des histogrammes de chaque attribut
– estimation des densit´es dans l’histogramme, par un m´elange de composantes
– regroupement des composantes
– régression pour trouver des interactions entre les composantes

9.2.1 Calcul des attributs

Pour illustrer la m´ethode des fonctions d’appartenance adaptatives, nous avons choisi l’attribut
décrit dans la section 8.4.3 qui rehausse les opacit´es denses. Cet attribut est calcul´e sur chacune
des 116 images avec au moins une l´esion. La figure 9.2 montre les deux images de cet attribut
calculé sur les deux images du sein gauche. Les positions de la l´esion sont marqu´ees avec des
flèches. Les zones qui contiennent la l´esion ne se distinguent pas beaucoup du reste de l’image

projection oblique externe projection de face

FIG. 9.2 – Image de l’attribut pour opacit´es denses

pour ce cas plutˆot difficile. On ne distingue pas clairement un noyau dense sur l’image originale,
et même sur l’image de l’attribut pour les opacit´es denses les zones sont difficiles `a détecter.
Il est clair que le r´esultat bas´e sur ce seul attribut n’est pas suffisant pour une d´etection avec
une grande pr´ecision, mais nous utilisons cet exemple difficile pour illustrer le fonctionnement
de la méthode d’adaptation propos´ee. Dans un contexte d’un syst`eme de d´etection complet avec
plusieurs attributs et une bonne gestion des impr´ecisions, mˆeme un attribut peu discriminant peut
être utile, si l’information qu’il apporte est compl´ementaire `a celle des autres attributs.

111



Chapitre 9. Utilisation des fonctions d’appartenance adaptatives pour la détection d’opacités

9.2.2 Calcul des histogrammes

En utilisant le contour fourni par l’expert m´edical, les histogrammes `a l’intérieur et à
l’extérieur du contour trac´e sont calcul´es. Les histogrammes pour une image de la base sont donn´es
en figure 9.3.

image entière zone suspecte

0

100

200

300

400

500

600

700

800

-1000 -800 -600 -400 -200 0 200 400

N
O

M
B

R
E

 D
’E

X
E

M
P

LE
S

ATTRIBUT 1

0

2

4

6

8

10

12

14

-1000 -800 -600 -400 -200 0 200 400

N
O

M
B

R
E

 D
’E

X
E

M
P

LE
S

ATTRIBUT 1

FIG. 9.3 – Histogramme pour une image de la base

Pour la suite il est important de noter la diff´erence d’échelle entre les deux histogrammes,
mise enévidence sur la figure 9.4, qui montre les deux histogrammes ensemble. On remarque
également que les valeurs de l’attribut pour les pixels de la zone suspecte sont comprises dans
les valeurs de la zone normale. Le but du syst`eme de classification est alors de trouver la zone
suspecte `a l’intérieur de l’histogramme des pixels normaux.
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FIG. 9.4 – Comparaison d’´echelle

9.2.3 Estimation d’un mod̀ele paramétrique de l’histogramme

Nous utilisons l’algorithme H-EM pour trouver une description param´etrique de tous les his-
togrammes par un ensemble de composantes gaussiennes. Dans notre cas, nous avons choisi 4
composantes pour la description des histogrammes de l’image enti`ere et 3 composantes pour la
description des histogrammes des zones suspectes indiqu´ees par les m´edecins. Le r´esultat trouv´e
pour la même image que pr´ecédemment, est donn´e sur la figure 9.5.

9.2.4 Regroupement des composantes

Pour assurer que l’ordre des composantes est le mˆeme pour toutes les images, l’algorithme
FCM est appliqu´e sur les param`etres des composantes. Nous avons choisi de r´eduire le nombre de
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FIG. 9.5 – Approximation initiale avec l’algorithme H-EM

composantes retenues dans ce prototype `a trois composantes pour l’image enti`ere et deux compo-
santes pour les zones suspectes. Le r´esultat de cette ´etape est un prototype (figure 9.6) qui donne
les valeurs typiques pour les composantes et une matrice des valeurs d’appartenance de chaque
composante trouv´ee initialement, associ´eesà chaque composante du prototype.
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FIG. 9.6 – Prototype issu du regroupement

9.2.5 Estimation des interactions avec une régression

En regardant le rapport entre les histogrammes mis en ´evidence sur la figure 9.4, il est ´evident
que nous ne pouvons pas esp´erer trouver la position et la forme de la fonction d’appartenance
de la classe de pixelssuspectindépendamment du mod`ele pour l’image en entier, car ce signal
est complètement cach´e par la majorit´e des pixels normaux. Pour cette raison, il est imp´eratif
de modéliser les liens entre les param`etres des composantes. Nous pouvons retrouver ceux-ci
assez facilement, `a partir de l’histogramme de l’image enti`ere et des param`etres des composantes
cachées de la classesuspect.

Pour modéliser ces interactions, nous avons choisi le mod`ele linéaire décompos´e décrit dans
la section 4.4.4.
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Les matricesB (voir équations 4.36 `a 4.38) que nous avons obtenues sont :

Bp =

2
66664

0:701 �0:461 �0:017 0:058 0:012
�0:461 0:322 �0:025 0:077 0:016
�0:017 �0:025 1:018 0:004 0:002

0:058 0:077 0:004 0:997 �0:007
0:012 0:016 0:002 �0:007 1:015

3
77775 (9.1)

Bµ =

2
66664

0:973 0:007 �0:177 0:034 0:006
0:007 1:017 0:036 �0:006 �0:019

�0:177 0:036 0:300 0:138 0:002
0:034 �0:006 0:138 0:992 0:028
0:006 �0:019 0:002 0:028 0:003

3
77775 (9.2)

Bσ =

2
66664

1:002 �0:007 0:016 0:007 �0:132
�0:007 1:017 0:006 0:003 �0:054

0:016 0:006 1:005 �0:006 0:120
0:007 0:003 �0:006 1:017 0:054

�0:132 �0:054 0:120 0:054 0:048

3
77775 (9.3)

Les deux premi`eres lignes et colonnes correspondent aux param`etres des composantes qui
décrivent la zone suspecte et les trois autres aux param`etres de l’image enti`ere. Si la matriceB
était égaleà la matrice identit´e, cela signifierait qu’il n’y a pas de liens entre les composantes.
Pour la matriceBp qui décrit les poids des composantes, nous observons une forte interaction
entre les deux composantes de la zone suspecte (avec un signe n´egatif). Cela traduit le fait que
le poids des deux composantes peut varier, mais la somme des deux est relativement stable. Dans
la matriceBµ, on trouve par exemple une l´egère interaction entre la premi`ere composante de la
zone normale (colonne 1) et la premi`ere composante de la zone suspecte (colonne 4) avec un signe
positif, c’està dire que les positions centrales de ces composantes ont tendance `a bouger dans la
même direction. Les interactions dans la matricesBσ ne sont pas aussi ´evidentes.

9.3 Test du mod̀ele de variabilité

Pourévaluer la performance de classification, nous avons coup´e la base de donn´ees DDSM en
deux,à savoir la base d’apprentissage et la base de test. L’apprentissage du mod`ele de variabilité
se fait sur une partie, et le test sur l’autre. Pour augmenter la valeur statistique du test, les deux
bases sont ´echang´ees et les r´esultats sont calcul´es comme la moyenne des deux essais.

Le modèle estimé sur la base d’apprentissage est ensuite appliqu´e sur les images de la base de
test.

Pour estimer les fonctions d’appartenance pour un nouveau cas il faut :
– calculer des attributs
– calculer les histogrammes
– estimer les densit´es dans l’histogramme avec l’algorithme P-EM, en utilisant le mod`ele qui

a été trouvé pendant la phase d’apprentissage
– normaliser pour obtenir des fonctions d’appartenance.
Les deux premi`ereétapes sont strictement ´equivalentes `a celles de la phase d’apprentissage.

9.3.1 Adaptation du prototypeà l’image actuelle

Pendant l’adaptation du prototype `a l’histogramme actuel avec l’algorithme P-EM, les com-
posantes importantes sont r´eajustées grâceà l’énergie externe qui vient de l’histogramme. Les
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positions des composantes qui ont un faible poids, sont r´eajustées par rapport `a ces composantes
par le biais de l’énergie interne qui a ´eté établie lors de l’apprentissage.

Pour illustrer cet ajustement, la figure 9.7 montre l’histogramme avec le prototype avant adap-
tation, et la figure 9.8 celui apr`es adaptation pour le mˆeme exemple utilis´e dans ce chapitre. La
figure 9.9 montre les m´elanges (somme des composantes) du prototype adapt´e.

On peut remarquer que, `a cause de l’´energie interne, l’adaptation du prototype avec l’algo-
rithme P-EM n’est pas aussi pr´ecise que celle faite pendant l’apprentissage (figure 9.5) - mˆeme
pour la zone normale. Par contre, cette ´energie interne permet d’adapter les composantes pour la
zone suspecte, malgr´e le fait que son importance en nombre de pixels soit de plusieurs ordres de
grandeurs inf´erieureà celle de la zone normale.

La précision des composantes trouv´ees pour la partie cach´ee (la zone suspecte) est meilleure
que celle du prototype non adapt´e. Elle est aussi meilleure que celle d’une description par un
histogramme ´etabli sur la somme de tous les cas (figure 9.10) cependant elle reste largement
inférieureà celle estim´ee pendant l’apprentissage, puisque sa position est presque enti`erement
définie par le mod`ele de variabilité.
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FIG. 9.10 – Histogrammes issus de la somme de tous les cas

9.3.2 Performance de classification

Pour donner une id´ee de la performance de la m´ethode des fonctions d’appartenance adapta-
tives, nous avons utilis´e le critère de la surface sous la courbe COR (annexe A). Le tableau 9.1
montre les surfaces sous la courbe COR pour les deux moiti´es de la base (moiti´e d’apprentissage,
moitié test), la moyenne des deux et le r´esultat si la base est utilis´ee en entier pour l’apprentissage
et le test.

idéale statique mélange idéal mélange statique mélange adaptatif
1ère moitié 0.783 0.681 0.752 0.642 0.682
2ème moitié 0.809 0.681 0.761 0.642 0.685

moyenne 0.802 0.681 0.757 0.642 0.684
1 seule base 0.802 0.691 0.757 0.643 0.695

TAB. 9.1 – Surface sous la courbe COR

La signification des diff´erentes colonnes est la mˆeme que celle d´ecrite dans la section 6.2.3.
Les valeursidéaleet statiquesont des estimations optimistes de la performance maximale pour
des images s´eparées (idéale) et pour toutes les images ensembles (statique). Ces résultats sont
fortement sur´evalués pour cette base, puisque la statistique dans l’histogramme est tr`es faible pour
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la classesuspect. Les valeurs de performance r´ealistes sont donn´ees dans la colonnemélange id́eal
qui considère que la statistique de l’image actuelle est connue (ce qui n’est pas le cas en r´ealité) et
la colonnemélange statiquequi donne le r´esultat pour une classification statique. Finalement, la
colonnemélange adaptatifdonne les r´esultats pour la m´ethode adaptative propos´ee.

9.3.3 Discussion

Les résultats pr´esentés dans la section pr´ecédente montrent que l’adaptation du prototype `a
l’image actuelle donne des r´esultats sup´erieursà des m´ethodes statiques qui ne consid`erent pas de
variabilité entre les images. Le gain de performance qui peut ˆetre obtenu par une telle mod´elisation
dépend d’un certain nombre de facteurs, comme le degr´ee de variabilit´e présent dans la base
d’images et l’applicabilit´e d’un modèle simple (comme le mod`ele linéaire utilisé ici) aux liens
entre les composantes.

L’int érêt des résultats pr´esentés ci-dessus ne r´eside pas dans les valeurs absolues de la perfor-
mance pour un syst`eme de d´etection de l´esions denses. On trouve de nombreuses publications qui
présentent des r´esultats meilleurs pour des syst`emes complets de d´etection des l´esions. Pour arri-
ver à des performances comparables, le nombre d’attributs utilis´e ici n’est pas suffisant. L’int´erêt
de l’application de notre m´ethode sur le probl`eme de la d´etection des opacit´es est illustr´e par le
gain de performance de classification pour un seul attribut. Pour g´enéraliser ce gain, la m´ethode
doit être appliqu´eeà d’autres attributs.

La méthode pr´esentée ici est intéressante pour des applications o`u les donn´ees ont une variabi-
lit é importante qui n’est pas connue au d´epart. Le syst`eme propos´e est capable d’estimer `a la fois
les positions des classes, leur variabilit´e et les interactions entre les diff´erentes classes.
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Chapitre 10

Réduction de la variabilité pour la
détection des microcalcifications

Dans le chapitre pr´ecédent, nous avons pr´esenté l’application des fonctions d’appartenance
adaptatives pour r´eduire la variabilité introduite par des param`etres non-mesurables dans le cadre
de la détection d’opacit´es en mammographie. Dans la suite, nous proposons une m´ethode de
réduction de la variabilit´e pour les param`etres mesurables du syst`eme d’acquisition, qui utilise une
simulation afin de pr´edire l’effet de ces param`etres sur l’image. Nous appliquons cette m´ethodeà
l’autre groupe de signes importants pour la d´etection du cancer du sein, les microcalcifications.

10.1 D́etection des microcalcifications

Une microcalcification est un d´epôt de substances (compos´e de Ca3(PO4)2, CaCO3 et
Mg3(PO4)2) qui sont très radio-opaques et se traduisent, dans les clich´es de mammographie, par
de petits points clairs. Sur une mammographie, les caract´eristiques qui distinguent les microcal-
cifications des autres ´eléments sont leur petite taille et leur fort contraste. Les microcalcifications
n’ont pas de taille minimale, ce qui fait que les plus petites d’entre elles peuvent facilement ˆetre
confondues avec le bruit pr´esent dans les images de mammographie.

Le problème de la d´etection des microcalcifications peut ˆetre divisé en deux sous-probl`emes
séparés :

– trouver les signes radiologiques qui leur correspondent dans une image bruit´ee
– distinguer ces signes des autres signes normaux dans les images de mammographie, comme

les croisements de fibres.
Dans chacun des deux probl`emes, on est confront´e à la variabilité d’une image `a l’autre. Pour
la détection des microcalcifications par rapport au bruit, la variabilit´e vient principalement du
niveau de bruit pr´esent dans l’image. Pour la distinction des microcalcifications des autres signes
normaux, la variabilit´e vient des variations normales des diff´erents tissus.

Avec l’introduction des syst`emes num´eriques en mammographie, les param`etres physiques du
système d’acquisition sont connus d’une mani`ere beaucoup plus pr´ecise que pour les syst`emesà
base de film. Pendant l’acquisition, tous les param`etres de r´eglage de l’appareil de mammographie
sont enregistr´es avec l’image elle-mˆeme, et une calibration du syst`eme est faite d’une mani`ere
régulière. Cette connaissance d´etaillée du syst`eme d’acquisition peut ˆetre utilisée pour réduire la
première source de variabilit´e mentionn´ee au d´ebut du paragraphe, celle li´ee au bruit.

Dans ce qui suit, nous d´ecrivons un mod`ele de la chaˆıne d’image d’un syst`eme de mammogra-
phie numérique qui permet de pr´edire le niveau de bruit `a un endroit donn´e sur l’image, en prenant
en compte tous les param`etres d’acquisition disponibles. Nous montrons ´egalement comment il
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Chapitre 10. Réduction de la variabilité pour la détection des microcalcifications

est possible d’utiliser ce mod`ele pour réduire l’influence de la variabilit´e du bruit sur le r´esultat de
la détection. La figure 10.1 montre un tel mod`ele.

T Sein

...
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FIG. 10.1 – Modèle complet d’un syst`eme de mammographie num´erique, du tube au syst`eme de
détection des calcifications

10.2 Mod̀ele de la châıne d’acquisition

La chaˆıne d’acquisition est compos´ee d’un tube, de l’objet `a analyser et du capteur de rayons-
X. L’image acquise est ensuite utilis´ee pour d´etecter des ´eventuelles zones suspectes. Dans la suite,
nous allons d´ecrire les différentes composantes du mod`ele.

10.2.1 Mod̀ele du tube

Les tubes `a rayons X g´enèrent les rayons X par projection d’´electrons, acc´elérés dans un champ
électrique, sur une anode (compos´ee de Mo, Rh ou W). Le spectre d’´emission (n0(u;α;E)), qui
décrit le nombre de photons X ´emis en fonction de leur ´energie (E en keV) par quantit´e de charges
envoyées au tube, est fonction du mat´eriau de l’anode, de la tensionu d’accélération pour les
électrons et l’angle de sortie du faisceau par rapport `a la normale `a la surface de l’anode (α). Pour
notre application, ces spectres, qui ont ´eté mesur´es, sont stock´es pour toutes les combinaisons des
paramètrestension d’acćelération et angle de sortie. La fenêtre de sortie du tube et le filtrage
extérieur, qui est utilis´e pour sélectionner la partie du spectre qui donne le meilleur contraste, sont
pris en compte au travers de leur transmissionµfiltre et leur epaisseurlfiltre pour obtenir le spectre
n1(u;α;E) à l’entrée de l’objetà analyser :

n1(u;α;E) = n0(u;α;E) �e�µfiltre(E)�lfiltre (10.1)

10.2.2 Mod̀ele de l’objet

Si l’on connaˆıt la disposition tridimensionnelle des diff´erents tissus de l’objet `a analyser, on
peut calculer pour chaque ´epaisseur de tissul tissu, de la même mani`ere que pour le filtre, sa trans-
mission et le spectreni(u;α;E) derrière cette ´epaisseur :

ni(u;α;E) = ni�1(u;α;E) �e�µi (E)�li (10.2)

n(u;α;E) = n0(u;α;E) �e�∑i µi (E)�li (10.3)

Nous allons d´etailler notre mod`ele dans la section 10.3 et montrer quelques simplifications
utiles.
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10.2.3 Mod̀ele du d́etecteur

En utilisant les mod`eles décrits ci-dessus et en connaissant la g´eométrie de l’appareil de mam-
mographie, il est possible de calculer le nombre de photons (n(x;y;E)) de chaque ´energie (E)
qui arriventà la surface d’un pixel (x;y) du capteur de rayons X. Pour trouver le niveau de gris
Is(x;y) retourné par le capteur, nous utilisons la fonction d’efficacit´e η(E) du capteur en fonction
de l’énergie des photons et nous int´egrons sur tout le spectre :

Is(x;y) =

EmZ

0

n(x;y;E) �η(E)dE (10.4)

10.2.4 Mod̀ele du bruit

L’analyse du bruit du capteur a montr´e que la source principale du bruit est le bruit quantique
généré par le nombre limit´e de photons X arrivant sur un pixel, suivi par le bruit ´electronique (σe)
du circuit de lecture et le bruit de quantification du convertisseur analogique num´erique (σa). La
variance du bruit quantique (σq) est donn´ee par la racine carr´e du nombre de photons :

σq(x;y) =

rZ
n(x;y;E)dE (10.5)

Les autres sources de bruit sont consid´erées constantes. Puisque les sources de bruit peuvent ˆetre
considérées indépendantes, le bruit total est ´egalà :

σq(x;y) =
q

σ2
q(x;y)+σ2

e+σ2
a (10.6)

10.3 Mod̀ele d’une microcalcification

Le modèle présenté jusqu’ici est très général, et permet mˆeme de prendre en compte les effets
de durcissement du spectre, mais il a deux inconv´enients :

– la composition de l’objet `a visualiser doit ˆetre connue en trois dimensions.
– les calculs sont complexes

Pour arriverà des résultats analytiques, et pour simplifier les calculs de mani`ereà ce qu’ils soient
réalisables en temps r´eel dans une application comme l’aide `a la détection, nous proposons quelque
simplifications.

Pour simplifier le mod`ele de l’interaction entre les rayons X et la mati`ere, on peut consid´erer
uniquement un rayonnement monochromatique. L’intensit´e du rayonnement apr`es une couche
d’épaisseurl est alors donn´ee par :

n(l) = n(0) �e�µ�l (10.7)

avec :

µ coefficient d’atténuation linéaire

n(0) intensité du faisceau incident

n(l) intensité après travers´ee du tissu d’´epaisseurl

Si le coefficient d’att´enuation n’est pas constant `a travers le tissu, nous obtenons une int´egrale :

n(l) = n(0) �e�
R l

z=0 µ(z)�dz (10.8)

En première approximation, nous allons supposer que la microcalcification a une forme
sphérique et qu’elle se trouve dans un tissu homog`ene. L’intensité reçue en un point du d´etecteur

121



Chapitre 10. Réduction de la variabilité pour la détection des microcalcifications
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FIG. 10.2 – Projection d’une microcalcification

peut alors ˆetre calculée par :

n(x;y) = n(0) �e�µtissu�ltissu(x;y)�µcalc�lcalc(x;y) (10.9)

En supposant une ´epaisseur totaleltot = ltissu+ lcalc constante dans un environnement autour de
la microcalcification et une diff´erence des coefficients d’att´enuation de∆µ = µcalc�µtissu, nous
pouvonsécrire :

n(x;y) = n(0) �e�µtissu�ltot�∆µ�lcalc(x;y) (10.10)

L’intensité nenv dans l’environnement est alors :

nenv= n(0) �e�µtissu�ltot (10.11)

et l’intensité sous la calcification :

n(x;y) = nenv�e�∆µ�lcalc(x;y) (10.12)

L’hypothèse d’une microcalcification sph´erique et le choix d’un syst`eme de coordonn´ees centr´e
autour du centre de cette sph`ere de rayonr nous donnent :

n(x;y) = nenv�e�∆µ�
p
(r2�x2�y2) (10.13)

Si la microcalcification est suffisamment petite pour que l’exposant soit beaucoup plus petit que
1, nous pouvons simplifier cette expression avec :

e(�ax) � 1�ax (10.14)

pour obtenir :

n(x;y) � nenv� (1�∆µ�
q

(r2�x2�y2)) (10.15)

Puisque la r´eponse du d´etecteur utilis´e est linéaire et que le facteur de conversion est connu,
nous avons, avec l’´equation (10.15), une approximation de l’image de la microcalcification.

L’extraction des points centraux de ces sph`eres peut se faire avec l’op´erateurchapeau haut-de-
formecomme décrit dans la section 8.5. Pour trouver les calcifications avec un diam`etredm (voir
figure 10.3), il suffit de faire une ouverture avec un cercle d’un diam`etre légèrement sup´erieur
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FIG. 10.3 – Détection des microcalcification avec unchapeau haut-de-forme

df = dm+∆d. Cette fermeture nous fournit l’image du tissu, en effac¸ant les microcalcifications
plus petites quedf . La soustraction avec l’image d’origine nous donne alors toutes les structures
plus petites quedf , et donc les microcalcifications recherch´ees.

Pour les s´eparer du bruit et des autres structures fines, nous appliquons un seuiltth, que nous
pouvons calculer `a partir de l’équation 10.15. Pour bien choisir ce seuil, nous allons regarder deux
détails que nous avons n´egligés jusqu’ici : la résolution spatiale et la position de la microcalcifica-
tion par rapport aux bords des pixels du capteur.

10.3.1 Influence de la discŕetisation de l’espace

Les microcalcifications n’ont pas de taille minimale et il est int´eressant de les d´etecter le plus
tôt possible, c’est-`a-dire quand elles sont encore tr`es petites. Cependant, la taille des pixels du
détecteur n’est pas infiniment petite. La plupart des images utilis´ees dans ce travail a ´eté acquise `a
l’aide d’un détecteur dont la taille des pixels est de 100µm�100µm.

En partant de l’´equation simplifiée (10.15), qui repr´esente la transmission d’un objet sph´erique
et en superposant cette sph`ereà l’espace du d´etecteur comme dans la figure 10.4, il est possible de
calculer les valeurs de l’intensit´e obtenues par int´egration sur l’aire du pixel.

r

pp

r

FIG. 10.4 – Rapport de taille entre les microcalcifications et les pixels

Dans une premi`ere phase, nous consid´erons seulement le cas le plus d´efavorable qui est donn´e
quand l’atténuation maximale de la sph`ere est partag´ee sur quatre pixels, c’est-`a-dire que le centre
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de la sph`ere est align´e avec le bord des pixels. L’intensit´e sur un pixelp(x;y) est alors donn´ee par :

n(p(x;y)) = nenv� t(p(x;y))� nenv

Z p

0

Z p

0
(1�∆µ�

q
(r2�x2�y2))dydx (10.16)

ce qui donne :

t(p(x;y))�

8><
>:

1�∆µ
�π

3r3
�

pour r < p

1�∆µ
�

π
3r3� π(r�p)

6 (3r2+(r� p)2)
�

pour d < r <
p

2p

1�∆µ(r) pour r >> p

(10.17)

Pour des microcalcifications plus petites que le pixel, l’att´enuation augmente avecr3, comme le
volume de la sph`ere. Pour les plus grandes microcalcifications, l’att´enuation augmente avecr,
comme l’épaisseur maximale de la sph`ere. Si l’atténuation devient importante, l’approximation
(10.14) n’est plus tr`es précise (la différence est illustr´ee sur la figure 10.5).
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FIG. 10.5 – Transmission en fonction de la taille de la sph`ere

10.3.2 Influence de la position par rapport aux pixels

Sur la figure 10.6, la distribution du contraste maximal en niveau de gris est trac´ee en fonction
de la taille de la sph`ere de calcium et de la position par rapport aux fronti`eres des pixels. Dans
cet histogramme, chaque paquet repr´esente une sph`ere d’un rayon compris entre 0,3 pixel et 1,7
pixels. La largeur des paquets montre la gamme de variation du contraste maximal en fonction de
la position de la calcification par rapport aux pixels.

On peut en d´eduire, par exemple, que si toutes les microcalcifications d’un rayon de 1,1
pixels doiventêtre détectées (dans les mˆemes conditions d’acquisition que celles utilis´ees pour
la construction de la figure 10.6), le seuil `a appliquer doit ˆetre de l’ordre de 7 niveaux de gris,
puisque la limite inférieure du paquet de rayon de 1,1 pixels est 7.

10.4 Estimation de la performance du syst̀eme de d́etection

Pourévaluer la performance d’un syst`eme de d´etection de microcalcifications, il est int´eressant
de connaˆıtre le nombre de faux positifs que le syst`eme produit pour un taux de vrais positifs donn´e.
Pour estimer ces taux, on peut utiliser des simulations reposant sur la m´ethode Monte-Carlo. On
construit tout d’abord un ensemble d’images `a partir du mod`ele du sein et de la microcalcification
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FIG. 10.6 – Contraste en fonction de la taille de la sph`ere et de la position de sa projection sur le
détecteur

à détecter, en prenant en compte le syst`eme d’acquisition et son bruit, et ensuite on applique le
système de d´etection sur ces images.

Si l’on considère la détection des microcalcifications, repr´esentées par des sph`eres radio-
opaques, par l’op´erateurchapeau haut-de-forme, les taux de vrais et de faux positifs peuvent ˆetre
calculés d’une mani`ere beaucoup plus simple :
La probabilité que le seuilt appliqué sur un pixel de l’image dechapeau haut-de-formesoit en
dessous de la valeur r´eelle du pixel, bien qu’`a cet endroit il n’y ait que du bruit dans l’image, est
donnée par :

p̃f pr(x;y) =
Z ∞

t+bg(x;y)

1p
2πσn(x;y)

e
� 1

2

�
g�bg(x;y)

σn(x;y)

�2

dg (10.18)
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FIG. 10.7 – Calcul du taux de faux positifs par pixel
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Cette probabilit´e pf pr, qui est calcul´ee par l’intégrale du bruit comme illustr´e sur la figure
10.7, correspond au taux de faux positifs par pixel. Pour lesN pixels de l’élément structurant, la
probabilité est donn´ee par :

pf pr(x;y) = 1� (1� p̃f pr(x;y))
N (10.19)

Et le nombre total de faux positifs dans l’image est alors :

nf pr = ∑
y

∑
x

pf pr(x;y) (10.20)

Le calcul du nombre de faux n´egatifs utilise le mˆeme principe, mais, cette fois-ci, la probabilit´e
de ne détecter aucun pixel de l’´elément structurant est calcul´ee, si cet ´elément est plac´e à l’endroit
d’une microcalcification sph´erique. Sur la figure 10.8, qui montre une illustration de ce calcul, on
voit le niveau de fond auquel est ajout´ee l’atténuation d’une sph`ere opaque.

t

seuil

fond

atténuation idéale

valeur du pixel

probabilité de faux negatifs

FIG. 10.8 – Calcul du taux de faux n´egatifs par pixel

Ensuite le résultat est discr´etisé, et pour chaque pixel, le niveau de bruit est ajout´e. La proba-
bilit é pf nr, pour qu’un pixel ne soit pas d´etecté, est alors :

p̃f nr(x;y) =
Z t+bg(x;y)

�∞

1p
2πσn(x;y)

e
� 1

2

�
g�s(x;y)
σn(x;y)

�2

dg (10.21)

Si le bruit des pixels voisins est consid´eré comme non-correl´e, la probabilité de ne d´etecter aucun
des pixels de l’´elément structurant est alors :

pf nr(C) = ∏
8(x;y)2C

p̃f pr(x;y) (10.22)

A partir des taux de faux positifs et de faux n´egatifs, en fonction du seuil appliqu´e à l’opérateur
chapeau haut-de-forme, il est possible de calculer la courbe COR (annexe A), qui donne un bon
résumé de la performance de d´etection du syst`eme.
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10.5 Applications du mod̀ele de simulation

Le modèle présenté ici contient un ensemble de mod`eles des diff´erentes parties d’un syst`eme
complet de d´etection des microcalcifications. Bien que certaines parties soient particuli`eres au
système sp´ecifique présenté ici, il est possible d’extraire quelques informations g´enérales qui sont
valables au-del`a de cette configuration sp´ecifique. Le syst`eme de d´etection des microcalcifications
réalisé ici par des op´erateurschapeau haut-de-formepeut être remplac´e par une autre m´ethode
de détection, comme par exemple un moyennage local avec seuillage, sans que cela change fon-
damentalement l’influence des autres param`etres du syst`eme. Il est donc int´eressant d’utiliser le
modèle pour explorer les limites de la d´etectabilité des microcalcifications dans le mode de fonc-
tionnement qui est aujourd’hui appliqu´e au dépistage du cancer du sein.

Une question importante, pour obtenir un bon compromis entre le nombre de cancers trouv´es
et le risque pour les patientes dˆu aux effets ionisants des rayons X, est la dose utilis´ee pour un
cliché de mammographie.

10.5.1 Influence de la dose et du choix de l’anode

Nous avons utilis´e le modèle pour prédire la dose qui est n´ecessaire pour d´etecter les micro-
calcifications avec une certitude acceptable, en fonction de la taille des microcalcifications et de la
combinaison de l’anode et du filtre du tube.

Les courbes de la figure 10.9 montrent la dose (en mAs) qui est n´ecessaire pour d´etecter des
microcalcifications dans un sein dense, avec une surface sous la courbe COR ´egaleà 0,999.
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FIG. 10.9 – Dose n´ecessaire pour la d´etection des microcalcifications de diff´erent taille dans un
sein dense

On peut observer que la dose n´ecessaire pour la d´etection des microcalcifications augmente
d’une manière consid´erable si le diam`etre des microcalcifications descend au dessous de 0,15 mm.

10.5.2 Influence de la taille du pixel

Le modèle est utilisé également pour analyser l’effet de la taille du pixel sur la performance
de détection, en gardant tous les autres param`etres, comme anode et dose, constants.

La figure 10.10 montre la surfaceAz sous la courbe COR pour trois tailles diff´erentes de pixel
en fonction du diam`etre de la microcalcification. Dans la figure 10.10, `a gauche, les conditions
choisies correspondent `a un sein dense avec des param`etres d’acquisition typiques pour ce cas
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(Rh/Rh, 30kV, 100mAs). Puisque la courbe COR est calcul´ee pour la classification pixel par pixel,
la surfaceAz qui correspond `a une performance acceptable est de l’ordre de 0;999, c’est-à-dire
que la partie int´eressante se trouve en haut de la figure 10.10. On peut observer que la surface
sous la courbe COR augmente g´enéralement avec une diminution de taille de pixel ; par contre,
pour des valeursAz élevées, la performance n’augmente plus quand la taille du pixel est en-dec¸à
de 100µm. Sous ces conditions, la limite de d´etectabilité est déterminée par le bruit quantique et
est alors directement li´ee à la dose. Si la dose est augment´ee - ou si on regarde dans les zones
adipeuses avec les conditions de l’acquisition typique pour un sein dense - ce qui a ´eté simulé pour
obtenir la figure 10.10 `a droite, la plus petite taille de microcalcifications d´etectable diminue et
l’influence de la taille du pixel est visible au-dessous de 100µm. Ce cas, qui n’est pas repr´esentatif
de l’utilisation clinique actuelle de la mammographie, montre qu’il faut augmenter la dose pour
pouvoir profiter d’une taille de pixel inf´erieureà 100µm.
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FIG. 10.10 – SurfaceAz sous la courbe COR en fonction de la taille des microcalcifications et de
la taille du pixel du capteur, pour une zone dense (`a gauche) et une zone adipeuse (`a droite)

Il est intéressant de mentionner dans ce contexte, une ´etude men´ee par Heang-Ping Chan
et.al. [Pin99] sur la performance de lecteurs humains pour la caract´erisation des l´esions (b´enin
ou malin). Leur résultats, bien qu’ils n’aient pas encore atteint une certitude statistique de 95%,
indiquent que la taille optimale du pixel se trouve entre 70µmet 105µm, et ils sugg`erent qu’une
taille de pixel encore plus petite (35µm) donnerait des r´esultats plus mauvais.

10.6 Choix des seuils adaptatifs basé sur le mod̀ele

Les applications du syst`eme de simulation pr´esenté dans ce chapitre ne se limitent pas `a l’ex-
ploration des limites de d´etection et `a l’optimisation des param`etres du syst`eme d’acquisition ; il
permetégalement d’optimiser les param`etres de la m´ethode de d´etection des microcalcifications.

La méthode de d´etection présentée dans la section 8.5 n´ecessite une strat´egie pour fixer les
seuils des op´erateurschapeau haut-de-formepour chaque taille de calcification. Ces seuils sont
très dépendants du bruit dans l’image, qui lui-mˆeme dépend des param`etres d’acquisition. En
utilisant le syst`eme de simulation, il est possible de calculer la performance th´eorique du syst`eme
de détection dans les conditions pr´ecises de l’acquisition. Autrement dit, cette simulation peut
prédire, par exemple, le nombre de faux positifs qui seront g´enérésà cause du bruit par un certain
choix de seuil. Cette connaissance du taux th´eorique de faux positifs indique une nouvelle fac¸on
de réaliser le seuillage, illustr´e sur la figure 10.11. Pour chaque pixel de l’image, le nombre de
faux positifs est calcul´e. Les valeurs r´eelles de l’op´erateurchapeau haut-de-formeet du niveau de
fond dans l’environnement (donn´e par l’ouverture) sont introduits dans le syst`eme de simulation
pour trouver quel taux de faux positifs th´eorique serait obtenu si on d´etectait ce pixel comme
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une microcalcification. Un faible nombre de faux positifs indique qu’un pixel est suffisamment
contrasté pour qu’il soit détectable dans une image acquise dans les conditions actuelles. Ce taux
de faux positifs est une bonne mesure pour la combinaison des r´esultats de d´etection,à la fois
à l’intérieur d’une image, pour une taille d’´elément structurant donn´ee, et pour les r´esultats des
élément structurants de taille diff´erente. La d´etection, comme indiqu´ee sur la figure 10.11, se fait
donc sur l’image des minima des taux de faux positifs pour les diff´erentséléments structurants.
Cela revient `a choisir en chaque endroit sur l’image, l’´elément structurant le mieux adapt´e à la
détection de la microcalcification qui se trouve potentiellement `a cet endroit. Le seuillage global
sur l’image ainsi obtenue peut se faire avec un seuil fixe, puisque l’ensemble de la variabilit´e liée
aux conditions d’acquisition a ´eté pris en compte en utilisant le mod`ele de simulation.
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FIG. 10.11 – Détection des microcalcifications en utilisant le taux th´eorique de faux positifs par
pixel

10.7 Evaluation sur des images cliniques

Pour valider la chaˆıne de simulation, nous comparons le r´esultat théoriqueà des résultats ob-
tenus avec le mˆeme syst`eme de d´etection sur des images r´eelles acquises avec le syst`emeSe-
nographẽ2000D de mammographie plein champ de GE (pour plus de d´etail sur le syst`eme voir
[Mul99]).

10.7.1 Comparaison du taux de faux positifs th́eorique au taux de positifs mesuŕe
sur des images cliniques

Le nombre th´eorique de faux positifs a ´eté calculé pour des conditions d’acquisition qui cor-
respondent `a celles d’une vraie acquisition d’un sein asymptomatique avec le syst`eme Senographe
2000D. Le résultat pour le taux de faux positifs, en fonction du seuil appliqu´e à l’opérateurcha-
peau haut-de-formeet en fonction du niveau de fond, est donn´e sur la figure 10.12 `a gauche. Le
nombre de positifs r´eellement mesur´es avec le mˆeme syst`eme de d´etection est donn´e sur la figure
10.12à droite. Puisque le sein est asymptomatique, il n’y a donc pas de microcalcifications et le
nombre de positifs peut ˆetre consid´eré comme un nombre de faux positifs (en supposant qu’il n’y

129
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ait pas de microcalcifications rat´ees par les experts). Dans l’´echelle utilisée, les niveaux de fond
qui correspondent aux pixels `a l’intérieur du sein, sont compris entre 0 et 5000. On peut constater
que le taux de faux positifs calcul´e correspond assez bien aux valeurs mesur´ees sur une image
réelle pour les niveaux de gris `a l’intérieur du sein (entre 0 et 5000). Autrement dit, pour cette
région, le nombre de faux positifs g´enérés par la d´etection est tr`es proche du nombre induit par le
bruit quantique. La d´etection des microcalcifications `a l’intérieur du sein, et sp´ecialement dans les
zones denses, est donc principalement le probl`eme de la s´eparation du bruit quantique du signal
utile.

Les différences entre la simulation et la r´ealité sont plus importantes pour les zones au bord du
sein, où la dose qui arrive sur le d´etecteur est importante. Dans ces conditions, le bruit quantique
n’est pas la raison majeure du nombre de faux positifs, et le probl`eme de la d´etection des mi-
crocalcifications est plutˆot le problème de la distinction entre les microcalcifications et les autres
structures, comme les croisements de fibres.
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FIG. 10.12 – Comparaison entre le taux de faux positifs pr´edit par la simulation et le nombre de
pixels détectés sur une image r´eelle

10.8 Conclusions

Le système de simulation de la chaˆıne entière d’acquisition d’image de mammographie, du
tube jusqu’à premièreétape d’un syst`eme d’aide au diagnostic, permet `a la fois de comprendre les
limites physiques de la d´etection et d’optimiser les param`etres de cette chaˆıne. L’inclusion de ce
modèle de simulation dans le syst`eme de d´etection des microcalcifications, permet de prendre en
compte tous les param`etres du syst`eme d’acquisition lors de la d´etection, par l’interm´ediaire du
taux de faux positifs th´eorique.

La comparaison des r´esultats th´eoriques de performance aux valeurs obtenues sur des images
réelles montre que le syst`eme prédit correctement le nombre de faux positifs dans les zones denses
du sein, ce qui correspond aux zones les plus critiques sur les images de mammographie. Dans
ces conditions, le param`etre le plus important pour la d´etection est le niveau de bruit quantique,
et ce niveau est pr´edictible à partir des param`etres d’acquisition. Pour la d´etection des microcal-
cifications, la variabilit´e dans les images peut donc ˆetre réduite d’une mani`ere significative, si les
paramètres d’acquisition sont connus. Avec la g´enéralisation des syst`emes num´eriques de mam-
mographie, l’utilisation des param`etres d’acquisition dans le syst`eme d’aide au diagnostic devrait
donc devenir in´evitable.
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Conclusion et Perspectives

La performance des experts humains, face `a la plupart des tˆaches de traitement d’images, a ´eté
longtemps tr`es sup´erieureà celle des syst`emes de vision artificiels. Cette sup´eriorité commence `a
diminuer, d’une part grˆaceà l’accroissement de la puissance de calcul disponible, et d’autre part
grâce aux algorithmes de traitement de plus en plus sophistiqu´es.

Un des points forts de l’observateur humain est sa possibilit´e d’apprendre une tˆache avec tr`es
peu de cas d’apprentissage et d’´etendre cette connaissance `a de nouveaux cas. Cette extension
des connaissances fonctionne mˆeme si la base d’apprentissage d’origine contient beaucoup de
variabilité.

11.1 Nos travaux

Dans nos travaux, nous avons essay´e de concevoir un syst`eme d’apprentissage pour des tˆaches
de classification en traitement d’images, qui prend en compte la variabilit´e entre images.

Dans un syst`eme de classification, il y a deux endroits dans lesquels la variabilit´e peutêtre
prise en compte :

– au moment du calcul des attributs
– pendant la d´ecision.
La réduction de la variabilit´e au moment du calcul des attributs demande, en g´enéral, une

très bonne connaissance explicite du domaine. Nous avons montr´e un tel exemple pour la
problématique de la d´etection des microcalcifications face au bruit dans des images de mammo-
graphie. Le mod`ele de simulation que nous proposons, permet de prendre en compte l’ensemble
des param`etres d’acquisition disponibles pour ce type d’examen.

Pour prendre en compte la variabilit´e lors de la prise de d´ecision, nous proposons un syst`eme
qui permet d’apprendre `a la fois la position des classes dans l’espace des attributs disponibles pour
la tâche de classification, et son adaptation `a l’image courante.

L’approche que nous avons choisie repose sur la mod´elisation des densit´es des histogrammes
des attributs par une somme de fonctions param´etriques. Nous avons utilis´e des sommes de com-
posantes gaussiennes pour lesquelles il existe des m´ethodes d’estimation (algorithme EM), mais
nous avons montr´e comment cet algorithme peut ˆetre appliqu´e à d’autres formes de composantes.

Les liens entre les param`etres des composantes et leurs variations sont estim´es à partir de
la base d’apprentissage avec une d´emarche en deux ´etapes : le regroupement des composantes
dans des groupes, pour ´etablir un ordre unique de ces composantes pour toutes les images, et une
régression lin´eaire des interactions entre param`etres.

L’utilisation du système de classification sur de nouveaux exemples passe par l’introduction
de cette connaissance dans l’algorithme d’estimation des param`etres, que nous avons baptis´e P-
EM (prototype-EM). Finalement, les densit´es sont converties en fonctions d’appartenance par une
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étape de normalisation. Nous avons d´ecrit la méthode de normalisation la plus connue bas´ee sur
les probabilités, et nous avons propos´e deux nouvelles m´ethodes qui se basent sur la fac¸on dont la
vérité sur les lésions est recueillie aupr`es des experts.

11.2 Les ŕesultats

Nous avons appliqu´e cette m´ethodeà une base de donn´ees synth´etique età des images de
mammographie. Dans les deux cas, nous avons pu constater une am´elioration des performances
de classification par rapport aux fonctions d’appartenance non-adaptatives et mˆeme par rapport
aux limites théoriques d’un classificateur statique en g´enéral.

Les résultats montrent que la variabilit´e entre images peut ˆetre estim´ee, au moins partielle-
ment, par les fonctions d’appartenance adaptatives propos´ees et que cette estimation permet une
augmentation de la performance de classification.

Nous avons ´egalement montr´e que l’utilisation d’un syst`eme de simulation de l’acquisition
d’une image de mammographie, permet de prendre en compte les param`etres d’acquisition lors de
la détection de microcalcifications. La comparaison de la performance du syst`eme de d´etection aux
valeurs théoriques d´eterminées par simulation, a montr´e que la pr´ecision du mod`ele de simulation
est suffisante pour pr´edire la performance dans les zones denses du sein.

11.3 Perspectives

Après avoir constat´e l’utilit é des fonctions d’appartenance adaptatives dans le traitement
d’images, plusieurs directions de poursuite des travaux sont int´eressantes. Les questions qui se
posent sont :

– Quelles sont les fonctions param´etriques les plus efficaces pour mod´eliser les histo-
grammes ? Il est probable que cette question ne pourra pas ˆetre résolue ind´ependamment
du problème pos´e.

– Quels sont les mod`eles d’interaction qui permettent d’exprimer le mieux la variabilit´e et qui
peuventêtre déterminésà partir d’une petite base d’apprentissage ?

– Quelle est la m´ethode de r´egression la mieux adapt´ee pour estimer ces interactions ?
– Comment est-il possible de trouver le nombre de composantes optimales pour d´ecrire d’une

manière efficace les densit´es dans les histogrammes ?

11.3.1 Construction du syst̀eme d’apprentissage complet

Les travaux pr´esentés ici montrent uniquement la faisabilit´e de la mod´elisation de la variabi-
lit é sur un seul attribut et tr`es peu d’exemples. Dans l’extension de ce travail, il sera int´eressant
d’appliquer la méthodeà d’autres attributs pour construire un syst`eme plus puissant de d´etection
des lésions en mammographie. Il sera int´eressant d’´evaluer l’augmentation de la performance pour
un système complet utilisant plusieurs attributs, par exemple dans un syst`emeà base d’arbre de
décision. Avec l’adaptation des fonctions d’appartenance au cas actuel, on peut esp´erer trouver des
règles plus g´enérales, c’est-`a-dire qui s’appliquent `a une partie plus grande de la base. En th´eorie,
cela devrait permettre de r´eduire le nombre des r`egles ou le nombre de nœuds n´ecessaires dans le
système.

11.3.2 Évaluation sur les images du d́etecteur numérique

Les premièresévaluations ont ´eté réalisées sur la base d’images acquises sur film et num´erisées
ensuite, ´etant donn´e que des images du d´etecteur num´erique n’étaient pas encore disponibles. D`es
maintenant, une base d’une taille int´eressante (> 4000 images) est `a notre disposition, mais leur
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préparation pour l’utilisation comme base d’apprentissage ou base de test demande encore un tra-
vail important (établissement de lavérité cliniquepar radiologues et par des examens d’histologie
ou du suivià 5 ans.)

11.3.3 Applicationà d’autres domaines

Finalement, il est aussi int´eressant d’appliquer cette m´ethode dans des domaines de traitement
d’image complètement différents pour ´evaluerà quel point la m´ethode est g´enéralisable.

Théoriquement, la m´ethode peut s’appliquer ´egalement `a des applications autres que le trai-
tement d’images comme des probl`emes de classement avec un nombre importantes d’exemples,
affichant des propri´etés similaires. Un champ d’application possible concerne toutes les m´ethodes
de caract´erisations des mat´eriaux par spectrom´etrie (par exemple diffraction par rayons-X, ou
spectrographie de masse).
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Annexe A

Les courbes COR

Pour les probl`emes de classification en m´edecine (mais aussi dans d’autres domaines) l’a priori
de chaque d´ecision n’est pas absolu mais bas´e sur le jugement de l’expert. Plus concr`etement dans
notre application, il s’agit de faire le compromis entre le risque de ne pas d´etecter un cancer et le
désagrément de faire passer des examens suppl´ementaires sur un grand nombre de patientes.

Les courbes COR (caract´eristiques op´erationnelles du r´ecepteur) [Ber94] sont souvent utilis´ees
pourévaluer la performance de plusieurs compromis. Dans la courbe COR, le taux de vrais positifs
ttvp (cancers trouv´es par rapport aux cancers pr´esents) est trac´e en fonction du taux de faux positifs
t f p (cancers indiqu´es qui ne le sont pas par rapport `a tous les signes n´egatifs) :

tvp =
nvp

nvp+nf n
(A.1)

t f p =
nf p

nf p+ntn
(A.2)

La courbe COR pour un classificateur id´eal est un rectangle, celle pour un classificateur al´eatoire
une droite sur la diagonale. L’int´egrale de la surface sous la courbe COR est souvent utilis´ee
comme mesure globale de la performance d’un algorithme de classification.
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FIG. A.1 – Exemple d’une courbe COR pour un bon et un mauvais classificateur

A.1 Evaluation de la performance maximale d’un attribut

Pour estimer la puissance de discrimination maximale d’un attribut, nous utilisons les deux
histogrammes calcul´esà partir de la connaissance de la v´erité, c’est-à-dire du bord de la r´egionà
détecter. Pour chaque valeur de l’attribut dans les histogrammes, le nombre de pixels `a l’intérieur
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et à l’extérieur de la r´egion est connu. Si le syst`eme de classification d´ecide d’attribuer la classe
à l’int érieur de la ŕegionaux pixels ayant une certaine valeur pour l’attribut, il est donc possible
de calculer le taux de vrais positifs et de faux positifs pour cette partie des pixels. Dans le cas
opposé, c’est-à-dire quand le syst`eme de classification d´ecide d’attribuer la classèa l’extérieur de
la régionaux pixels ayant cette valeur pour l’attribut, il est possible de calculer le taux de vrais
négatifs et de faux n´egatifs.

Pour calculer la surface maximale sous la courbe COR, il faut prendre les d´ecisions dans le
bon ordre puisque la surface en d´epend.

A.2 L’ordre de la prise de décision

Pour illustrer cet effet, nous consid´erons un cas extrˆeme dans lequel les attributs permettent la
classification parfaite sur la moiti´e des exemples et ne donnent aucune indication sur les classes
pour la deuxième moitié. Si les d´ecisions du classement sont d’abord prises sur les exemples
faciles à classer, la courbe COR obtenue ressemble `a celle de gauche dans la figure A.2. Dans
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FIG. A.2 – Importance de l’ordre des d´ecisions

le cas inverse, c’est-`a-dire quand les d´ecisions sont prises d’abord sur les exemples difficiles `a
classer, le r´esultat est plutˆot celui indiqué à droite dans la figure A.2. Avec le crit`ere de la surface
sous la courbe COR, le deuxi`eme ordre de d´ecision est d´efavorable.

A.2.1 Le pouvoir de discrimination pour la décision suivante

En poursuivant ce raisonnement un peu plus loin, il est possible de d´efinir une mesure de
discrimination d’un attribut pour une classification de l’exemple suivant. Consid´erons une situa-
tion au milieu du processus de classification dans lequel la d´ecision est prise sur une partie des
exemples. Dans les exemples d´ejà class´es, il y a un nombre de vrais positifsnvp, de vrais n´egatifs
nvn, de faux positifsnf p et de faux n´egatifsnf n, ce qui limite la zone dans laquelle peut ´evoluer la
courbe COR avec les d´ecisions suivantes.

La figure A.3 illustre cette situation : la courbe COR est d´ejà déterminée dans ses limites. Si
les exemples class´es sont enlev´es de la base, la courbe COR est vide, mais elle couvrait seulement
le grand rectangle marqu´e en pointillé dans la figure A.3. Pour la d´ecision suivante, il existe aussi
un taux de vrais positifs, de vrais n´egatifs, de faux positifs et de faux n´egatifs, ce qui permet de
calculer les anglesa et b qui déterminent la direction dans laquelle la courbe COR va progresser
en prenant cette d´ecision. Ceci est indiqu´e avec les vecteurs de la figure A.3. L’angle du vecteur
par rapport `a la diagonale est une mesure pour la qualit´e de la classification et la longueur du
vecteur indique la quantit´e de décision qui peut ˆetre prise avec cette qualit´e. Si la décision est
basée seulement sur un seul attribut, les anglesa et b sont une mesure de la pertinence de cet
attribut pour la d´ecision suivante `a prendre.
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FIG. A.3 – Visualisation de la pertinence dans la courbe COR

A.2.2 Estimation du pouvoir de discrimination maximale

Pour obtenir la surface maximale sous la courbe COR l’algorithme suivant est utilis´e :

1- Calculer les histogrammes `a l’intérieur età l’extérieur de la r´egion

2- Classer les valeurs de l’histogramme dans l’ordre croissant du rapport entre les
pixelsà l’intérieur età l’extérieur de la r´egion

3- Ajouter toutes les valeurs de l’histogramme dans la classeà l’extérieur

4- Calculer les vrais positifs et les vrais n´egatifs et ajouter le point dans la courbe
COR

5- Enlever la valeur avec le rapport maximal entre les pixels `a l’intérieur et à
l’extérieur de la r´egion de la classèa l’extérieur et l’ajouter à la classèa
l’int érieur

6- S’il y encore des valeurs dans la classeà l’extérieur recommencer `a partir de 4
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Annexe B

Liens de l’algorithme P-EM avec la
probabilit é à priori

Si nous consid´erons connue la densit´e de probabilit´e a priori de rencontrer les valeurs
µk; pk;σk : P(pk);P(µk);P(σk) et que nous appliquons les m´ethodes de maximum de vraisem-
blance en utilisant ces connaissances, nous devons maximiser la probabilit´e globale, donn´ee par
ce produit des probabilit´es :

P(~x;Φ) = P(~xjΦ) �P(pk) �P(µk) �P(σk) (B.1)

En suivant un raisonnement similaire `a celui du chapitre 3.2.3 nous obtenons :

ln(Pk(~x;Φ; ~λk)) =
N

∑
i=1

ln(
λkip
2πσk

)�
N

∑
i=1

λki

2∑N
i=1 λki

�
(xi �µk)

σk

�2

+ lnP(pk)+ lnP(µk)+ lnP(σk) (B.2)

Si nous choisissons des gaussiennes pour lesP(pk);P(µk);P(σk) :
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1p

2πσp;k
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�
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σp;k

�2
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(B.4)
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(B.5)

et appliquons la m´ethode du maximum de vraisemblance :

ln(Pk(~x;Φ; ~λk)) =
N

∑
i=1

ln(
1p

2πσk
)�

N

∑
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i=1 λki
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nous retrouvons les formules d’iteration de l’algorithme P-EM :
(dérivée deµ)

∂
∂µk

ln(Pk(~x;Φ; ~λk)) = 0 (B.10)

) �
N

∑
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) µk = vk � ∑N
i=1λkixi

∑N
i=1 λki

+(1�vk) �µµ;k (B.14)

avec :

vk =
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i=1 λki +

σ2
k

σ2
µ;k

(B.15)

141





Bibliographie

Intelligence artificielle

[Bri96] Garry Briscoe, Terry Caelli,A Compendium of Machine Learning, Volume 1 : Sym-
bolic Machine Learning, Ablex Publishing Corporation 1996 (ISBN 1-56750-178-
8)

[Cla89] Peter Clarke, Tim Niblett,The CN2 induction Algorithm, Machine Learning Jour-
nal, Vol. 3, No. 4, 1989, pp. 261 - 283
http ://www.cs.utexas.edu.users/pclark/papers/cn2.ps

[Tor95] I.S. Torsum,Foundations of Intelligent Knowldge-Based Systems, Academic Press
1995 (ISBN 0-12-696060-7)

Logique floue

[Bel96] Gleb Beliakov,Fuzzy Sets and Membership Functions Based on Probabilities, In-
telligent Systems, Vol 91, 1996, pp. 95-111

[Blo99] Isabelle Bloch,On fuzzy distances and their use in image processing under impre-
cision, Pattern Recognition, Vol 32, 1999, pp. 1873-1895

[Bou93] B. Bouchon-Meunier,Fuzzy similitude and approximate reasoning, Advances in
Fuzzy Theory and Technology, Editor P. P. Wang, Bookwrights Press, pp. 161–
166, 1993

[Bou95] Bernadette Bouchon-Meunier,La logique floue et ses applications, Addison-
Wesley 1995

[Dub80] D. Dubois, H. Prade,Fuzzy Sets and Systems : Theory and Applications, Academic
Press, 1980

[Gat89] I. Gath, A. B. Geva,Unsupervised Optimal Fuzzy Clustering, IEEE Transactions
on Pattern Analysis and Machine Intelligence, Vol. 11, No. 7, July. 1989, pp. 773-
779

[Hal98] Lawrence O. Hall, Anand Namasivayam,Using Adaptive Fuzzy Rules for Image
Segmentation, WCCI98, FUZZ-IEEE 98, International Conference on Fuzzy Sys-
tems May 1998, Vol. 2, pp. 1560-1565

[Jag95] Ren´e Jager,Fuzzy Logic in Control, PhD-thesis, Univeristy Delft, 1995

[Jua98] Chia-Feng Juang, Chin-Teng Lin,An On-Line Self-Constructing Neural Fuzzy In-
ference Network and its Applications, IEEE Transactions on Fuzzy Systems, Vol
6, No. 1, Feb. 1998, pp. 12-32

[Kar98] Nilesh N. Karnik, Jerry M. Mendel,Introduction to Type-2 Fuzzy Logic Systems,
WCCI98, FUZZ-IEEE 98 International Conference on Fuzzy Systems May 1998,
Vol. 2, pp. 915-921

143



BIBLIOGRAPHIE

[Koe98] Ludovic Koehl, Xianyi Zeng, Christian VasseurA Method for Optimizing Fuzzy
Membership Functions, Studies in Informatics and Control Vol. 7. No. 2, June
1992

[Kri93-1] F.C.H. Rhee, R. Krishnapuram,Fuzzy Rule Generation Methods for High-level
Computer Vision, Fuzzy Sets and Systems, Vol 60, 1993, pp. 245-258

[Kri93-2] Raghu Krishnapuram,A Possibilistic Approach to Clustering, IEEE Transactions
on Fuzzy Systems, Vol 1, No. 2, May 1993, pp. 98-110

[Kri95] R. Krishnapuram, H. Frigui,Fuzzy and Possibilistic Shell Clustering Algorithms
and Their Application to Boundary Detection and Surface Approximation : Part 1,
IEEE Transactions on Fuzzy Systems, Vol 3, No. 1, Feb. 1995, pp. 29-43

[Kri96] R. Krishnapuram, J. M. Keller,The Possibilistic C-Means Algorithm : Insights and
Recommendations, IEEE Transactions on Fuzzy Systems, Vol 4, No. 3, Aug. 1996,
pp. 385-393

[Kos92] Bart Kosko,Neural Networks and Fuzzy Systems : A Dynamical System approach
to Machine Intelligence, Prentice-Hall 1992.

[Lee95] E. Stanley Lee, Qing Zhu,Fuzzy and Evidence Reasoning, Physica-Verlag 1995

[Pro79] T. Procyk, E. Mamdani,A linguistic self-organising process controller, Automa-
tica, Vol. 15, pp. 15-30, 1979

[Rif96] Maria Rifqi, Mesures de comparaison, typicalité et classification d’objets flous :
théorie et pratique, Thèse de doctorat de l’informatique, Universit´e Paris 6, 1996

[Wan92] Li-Xin Wang, Jerry M. Mendel,Fuzzy Basis Functions, Universal Approximation,
and Othogonal Least Squares Learning, IEEE Transactions on Neural Networks,
Vol 3, No. 5, September. 1992, pp. 807-814

[Wu99] Tsu-Ping Wu, Shyi-Ming Chen,A new method for Constructing Membership
Functions and Fuzzy Rules from Training Exemples, IEEE Transactions on Sys-
tems, Man, and Cybernetics B, Vol 29, No. 1, Feb. 1999, pp. 25-40
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Diplôme d’études approfondies en math´ematiques, Universit´e catholique de Lou-
vain, 1996

[Cou96-2] Christopher Couvreur,The EM Algorithm : A Guided Tour, IEEE European Work-
shop on Computationaly Intensive Methods in Control and Signal Processing,
Pragues, August 28-30, 1996

[Dem77] M. Dempster, N.M. Laird, D.B.Jain,Maximum likelihood for incomplete data via
the EM algorithm, J. Royal Statistics Society, Series B. Vol. 39, 1977, pp 1 - 38

145



BIBLIOGRAPHIE

[Hel95] David P. Helmbold, Robert E. Schapire, Yoram Singer, Manfred K. Warmuth,A
comparison of new and old algorithms for a mixture estimation problem, ACM,
1995, pp. 69 - 78

[Zhu96] Xinhua Zhuang, Yan Huang, K. Palaniappan, Yunxin Zhao,Gaussian Mixture
Density Modeling, Decomposition, and Applications, IEEE Transactions on Image
Processing Vol. 5, No.9, Sep 1996, pp. 1293-1302

Imagerie du sein

[Ack72] L. V. Ackerman, E. E. Gose,Breast lesion classification by computer and xerora-
diograph, Cancer, Vol. 30, 1972, pp. 1025 - 1035

[Bak95] Jay A. Baker, Phyllis J. Kornguth, Joseph Y. Lo, Margaret E. Willford, Carey E.
Floyd, Breast Cancer : Prediction with Artificial Neural Network Based on BI-
RADS Standardized Lexicon, Radiology, Vol. 196, September 1995, pp. 817 - 822

[Ban97] Isaac N. Bankman, Tanya Nizialek, Inpakala Simon, Olga B. Gatewood, Irvin N.
Weinberg, William R. Brody,Segmentation Algorithms for Detecting Microcalci-
fications in Mammograms, IEEE Transactions on Information Technology in Bio-
medicine, Vol. 1, No. 2, pp. 141 - 149

[BIRAD95] BI-RAD, Breast Imaging Reporting and Data System, American College of Ra-
diology, sep. 1995

[Bot96-1] S. Bothorel , B. Bouchon Meunier , S. Muller,Fuzzy logic based approach for
mammographic images, EUFIT’96, September 1996, Aachen, Germany.

[Bot96-2] S. Bothorel , B. Bouchon Meunier , S. Muller,Extraction d’attributs flous pour
l’analyse d’images mammographiques, LFA’96, Dec. 1996, Nancy

[Bot96-3] S. Bothorel, B. Bouchon, S. Muller,A Fuzzy Logic-based Approach for Semiologi-
cal Analysis of Microcalcification in Mammographic Images, International Journal
of Intelligent Systems, Vol. 12, 1997, pp. 819-843

[Bot96-4] Sylvie Bothorel,Analyse d’image par arbre de décision floue - Applicatioǹa la
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